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Introduction générale :

L'analyse des sentiments est le processus qui consiste a déterminer « parordinateur » si une
écriture est positive, négative ou neutre. Il est également connu sous le nom de mine d’opinion,
dérivant de I'opinion ou de I'attitude d'un orateur.

La classification est ’action de ranger par classes, par catégories des objets avec des
propriétés communes. Il existe deux catégories de classification : classification supervisée et
classification non supervisée. Dans la premiére catégorie, les méthodes consistent a classer les
objets a partir d’une base de données dite d’apprentissage, tandis que dans ’autre les méthodes
classent les objets sans besoin de cette base de données.

Le Deep Learning ou « apprentissage profond » est une famille d’algorithmes
d’apprentissage (machine learning) pour entrainer des réseaux de neurones composés de plusieurs
couches internes et potentiellement un grand nombre. Ces techniques ont permis des progres
importants et rapides dans les domaines de I'analyse du signal sonore ou visuel et notamment de la
reconnaissance faciale, de la reconnaissance vocale, de la vision par ordinateur, du traitement
automatisé du langage.

La violence verbale est considérée comme étant « 1’expression/I’explicitation d’une
intention de communiquer quelque chose de valeur axiologique négative est le trait le plus saillant
de la signification comme dans le cas de menacer, insulter, harceler, injurier, invectiver, maudire,
accuser, reprocher, critiquer...etc »[1]. Ainsi, I’utilisation de la violence verbale lors des échanges
communicationnels se fait d’'une maniére explicite ou bien directement envers le récepteur du
message, et ce phénomene langagier peut prendre plusieurs formes : paroles blessantes, injures,
insultes, harcélement, moqueries, menaces, humiliations...etc., elles entrainent des conflits flagrants
entre les personnes impliquées, mais les conséquences ne sont pas si graves. La victime ne
ressentira pas des coups physiques mais des blessures a ’intérieur.

Cependant, le harcélement par Internet, aussi appelé « cyberintimidation ou cyber
harcelement », consiste en l'utilisation du réseau Internet pour harceler, menacer ou embarrasser
quelqu'un de fagon malicieuse. L’un des types de harcélement peut se manifester sous la forme de
transmission de messages négatifs directement a la victime.

Sur les principaux réseaux sociaux, pas un jour ne se suit sans qu'une polémique absurde ne
naisse, et Twitter est certainement I'un des outils les plus utilisés pour déverser sa haine ou pour
faire du cyber-harcelement. Cependant, nous essaierons de répondre a notre problématique :
Arriverons nous a nettoyer le Net en général et Twitter en particulier en développant un détecteur

textuel de harcélement par la réalisation d'un classifieur de sentiments ?.



Introduction générale

L'analyse des sentiments (Sentiment Analyses ou Opinion Mining) forme une méthode de
traitement automatique du langage naturel (Naturel Langage Processing) qui tente de repérer la
présence des sentiments (ou d’émotions) malicieux ou violents exprimés dans un tweet.

En effet, notre travail vise a conduire une étude pilote pour construire un détecteur de
sentiments haineux en s‘appuyant sur des techniques de classification automatique du texte a savoir:
machines a support vectoriel (SVM), Naive baise , K neighbors classifier, Decision tree, mémoire a
court et long terme (LSTM), et la combinaison (RNN-LSTM), ainsi que 1’évaluation de leur
pertinence a 1’aide de différentes stratégies de prétraitement telles que Stop Words Removing,
Stemming, N-grammes et différents schémas de pondération et représentation (TF-IDF, Word
Embedding), ainsi que les techniques de 1’approche lexicale, pour I’analyse automatique des tweets
écrits en anglais. Cette analyse sera appliquée a des tweets préalablement collectés et liés a la
violence verbale "exemple le harcélement".

Afin de parvenir a notre objectif, le présent document est divisé en deux volets. Un volet
théorique ainsi qu'un volet pratique. Le volet théorique (chapitre 1 & 2) explore respectivement
I'essence de I'analyse des sentiments et le deep learning. Le second volet, chapitre 3, débute par la
conception du détecteur textuel de tweets de harcelements et ceux de non harcélements et se
termine par une présentation détaillée des résultats.

Ce document se termine par une conclusion générale et des perspectives pour le futur.
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CHAPITRE | : ANALYSE DES SENTIMENTS
1.1 Introduction

L’analyse du sentiment se concentre sur la réalisation de classification du texte . 1l existe de
nombreux autres noms apparentés se référant l1égérement a différentes taches telles que 1’extraction
d’opinion, le sentiment mining, 1’analyse de subjectivité, I’analyse d’affect, 1’analyse d’émotion, les
avis mining, ...etc. lls font maintenant tous partic de 1’analyse des sentiments ou de 1’opinion
mining.

Dans I’industrie, le terme d’analyse du sentiment est couramment le plus utilisé, mais dans
le milieu universitaire, on utilise fréquemment a la fois I’analyse du sentiment et 1’opinion mining
[2]. L'importance croissante de l'analyse des sentiments coincide avec la croissance des médias
sociaux tels que les forums de discussion, les blogs, les micro-blogs et les réseaux sociaux. Ce sujet
est un domaine en développement qui suscite 1’intérét des recherches et a pris beaucoup d’intérét
ces derniéres années ce qui pousse a suggérer plusieurs travaux de recherches avec diverses
méthodes utilisant des approches multiples.

Actuellement, I’un des meilleurs exemples de réseaux sociaux permettant d’observer 1’évolution

de ces opinions est Twitter.

1.2 Analyse des sentiments

Un domaine utilisant les techniques de IR (Recherche d'Informations), TC (Catégorisation
de Texte), ML (Apprentissage Automatique) ou Fouille de Texte est notamment le domaine de
[’Analyse des Sentiments, connu sur le nom de (ang : Opinion Mining). Les recherches dans ce
domaine couvrent plusieurs sujets, notamment 1’apprentissage de I’orientation sémantique des mots
ou des expressions, 1’analyse sentimentale de documents et 1’analyse des opinions et attitudes a
I’égard de certains sujets ou produits. Cependant, L’analyse de sentiments est 1’étude
computationnelle et sémantique des parties de textes en fonction des opinions, des sentiments et des
émotions exprimés dans le texte [3].

Généralement, I’expression « analyse des sentiments » concerne le traitement d’un texte
d’opinion pour extraire et catégoriser les opinions d’un certain document. La polarit¢ des
sentiments est généralement exprimée en termes d’opinion positive ou négative (classification
binaire). Cependant, il peut s’agir d’une classification multiple, ou le sentiment peut avoir une
étiquette neutre (Figure 1-1) ou méme une étiquette différente comme tres positive, positive, neutre,
négative, tres négative, les étiquettes peuvent aussi étre associées a des émotions comme la tristesse,
la colére, le bonheur, ...etc.

Donc, Le but de I'analyse des sentiments est de définir des outils automatiques capables

d'extraire des informations subjectives a partir du texte en langage naturel, telles que les opinions et
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les sentiments, afin de créer des connaissances structurées et utilisables par un systeme d'aide a la

décision ou par un décideur [2].

Analyse des sentiments

CHED
e Vo —  Positif H
AL T ;
. /‘:_7) ‘\

Agence
T Neutre H

Figure 1- 1 : Analyse des sentiments [2].

1.2.1 Caractéristiques de I'analyse des sentiments

L'analyse des sentiments est un domaine de recherche vaste et complexe. Dans ce qui suit,
les principales caractéristiques qui constituent le processus d'analyse des sentiments sont décrites et
discutées en détail [4]:
1.2.1.1 Categorization des sentiments

Les phrases sont objectives ou subjectives. Lorsqu’une phrase est objective, aucune autre
tache fondamentale n’est requise. Lorsqu’une phrase est subjective, ses polarités (positive, négative

ou neutre) doivent étre estimées [4].

Classification Classification
subjective de polarité

p . . Positive
h Subjective Négative
r Neutre
a
S . .
. Objective

Figure 1- 2 : Flux des taches de I'analyse des sentiments.
v Phrase subjective : C’est une phrase dans laquelle 1'écrivain exprime ses sentiments envers
les entités, les événements et leurs propriétés.

v' Phrase objective : une phrase objective indique des faits et des informations connues

propos du monde
La classification de subjectivité (Subjectivité classification) est la tache qui distingue les

phrases exprimant des informations objectives des phrases exprimant des vues et opinions

subjectives.[4].
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L'iPhone est un smartphone — phrase objective

L'iPhone est génial — phrase subjective

1.2.1.2 Niveaux d’analyses

Comme mentionné précédemment, le but de I'analyse des sentiments est de " définir des outils
automatiques capables d'extraire des informations subjectives a partir des textes en langage naturel
". Le premier choix lorsqu’on applique I'analyse des sentiments est de définir ce que signifie le texte
(c'est-a-dire I'objet analysé) dans le cas d'étude considére [2].

En général, I'analyse des sentiments dans les réseaux sociaux peut étre étudiée principalement a
trois niveaux (Figurel-3):

v'Niveau de texte :L'objectif est de détecter la polarité d'un texte d'opinion. Par exemple,
dans le cadre d’une revue de produit, le systéeme détermine si le texte exprime une
opinion globale positive, négative ou neutre au sujet du produit. L'hypothése est que
I'ensemble du texte n'exprime qu'une seule opinion sur une seule entité (un seul produit) [2].

vNiveau de phrase : Le but est de déterminer la polarité de chaque phrase contenue dans un
texte. L'hypothese est que chaque phrase, dans un texte donné, désigne une seule opinion sur une
seule entité [1].

v’ Niveau d’entité et d’aspect . Effectue une analyse plus fine que le niveau du texte et
de la phrase. Elle repose sur l'idée qu'une opinion est constituée d'un sentiment et d'une
cible (d'opinion). Par exemple, la phrase "L'iPhone est trés bien, mais ils ont encore
besoin de travailler sur la durée de vie de la batterie et la sécurité" évalue trois aspects : iPhone

(neutre), la durée de vie de la batterie (négatif) et la sécurité (négatif) [2].

Niveaun de
texte

Nivean
d'entité et
d'aspect

Figure 1- 3 : Les niveaux d’analyse [1].
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1.3 Les applications de I’analyse du sentiment

L’utilisation de 1’analyse du sentiment peut étre trouvee dans de multiples domaines et a été
utilisée par plusieurs petites ou grandes entreprises qui ont I’extraction d’opinion et I’analyse du
sentiment comme un élément de leurs systémes. L’utilisation peut étre trouvée sous multiples
formes [3] :

v En tant que sous-partie des systémes : Les systémes d’analyse du sentiment et d’analyse de
I’opinion jouent un role important en tant qu’amélioration par rapport a d’autres systémes comme
les systémes de recommandation, ou I’on ne recommande pas des éléments qui re¢oivent beaucoup
de commentaires négatifs. De méme, en ce qui concerne les systémes d’extraction de I’information,
il a été démontré que nous pouvons les améliorer et les rendre plus performants en coupant
I’information dans des phrases subjectives. Les systemes de réponse aux questions sont un autre
domaine ou I’analyse du sentiment peut étre bénéfique. Le résumé du document peut faire mieux et
donner des bons résultats dans le cas ou nous avons intérét a prendre en compte plusieurs points de
vue, comme indiqué dans [3].

v/ L'utilisation par les industries et les gouvernements : L’analyse des sentiments peut étre
tres utile pour des domaines spécifiques, par les gouvernements, ou nous trouvons que certains
d’entre eux essaient de comprendre I’opinion du public sur les décisions ou quelque chose de
particulier comme les élections. L utilité des médias sociaux, en particulier Twitter, il a été trés utile
de communiquer avec le public et de comprendre leurs opinions et de se concentrer sur la fagon
dont les électeurs pensent. De méme, lorsqu’il s’agit d’industries ou I’analyse du sentiment fait
partie de leurs stratégies déplanification pour la prise de décision, elles ont construit ou sont en train
de construire leurs propres systémes d’analyse du sentiment, des entreprises comme Google,
Microsoft, Hewlett-Packard, Amazon, Oracle, Adobe et Bloomberg. Ce sujet peut étre utilisé dans
le marketing par exemple lorsqu’il aide a comprendre le succés ou 1’échec du lancement de
nouveaux produits ou services, ou encore a déterminer quelle version d’un produit. Les grandes
entreprises peuvent identifier leurs strategies futures a partir des données relatives aux services ou
produits deja analyseés [3].

v" Autres domaines d’application : Les applications d’analyse du sentiment se sont étendues
a presque tous les domaines possibles, des produits de consommation, des soins de santé, du
tourisme, de 1’hotellerie, des services financiers et des événements sociaux. En plus des intéréts
commerciaux, de multiples projets réels tentent d’implémenter des modéeles d’analyse du sentiment
comme les restaurants, les hétels, les cosmétiques, les films, 1’automobile, les compagnies de

téléphonie mobile, etc. [3]
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1.4 Algorithmes d’analyse des sentiments

Dans la littérature, il existe de nombreuses méthodes et algorithmes pour mettre en ceuvre
des systemes d’analyse des sentiments, que I’on peut classer comme suit[3] :
v Approche automatique
v Approche a base de régles
v Approche hybride

1.4.1 L’approche automatique

Les approches automatiques reposent sur des techniques d’apprentissage automatique
(Machine learning). La tache d’analyse des sentiments est généralement modélisée comme un
probleme de classification dans lequel un classificateur est alimenté avec un texte et renvoie la
catégorie correspondante, par ex. positif, négatif ou neutre (en cas d’analyse de polarité) [4](Figure
1- 4).

Il existe différentes classifications de méthodes d'apprentissage supervisé utilisées pour

analyser les sentiments, certaines d'entre elles sont les suivantes:

Positif
Negatif
Neutre

Nettoyage Nl Extraction de

Texte A
d'entrée L/ texte caractéristiques

Figure 1- 5 : I'approche automatique[3].

1.4.1.1 Machine a vecteurs de support

Les machines a vecteurs de support ou séparateurs a vaste marge (en anglais Support Vector
Machine, SVM). est un algorithme d'apprentissage automatique supervisé relativement simple
utilisé pour la classification et / ou la régression. Elle est plus préférée pour la classification, mais
elle est parfois tres utile pour la régression également. Fondamentalement, SVM trouve un
hyperplan qui crée une frontiére entre les types de données. Dans l'espace a 2 dimensions, cet
hyper-plan n'est qu'une ligne.

Dans SVM, nous représentons chaque élément de données de I'ensemble de données dans un
espace a N dimensions, ou N est le nombre d'entités / d'attributs dans les données. Ensuite, trouvez

I'nyperplan optimal pour séparer les données. Donc, par cela, vous devez avoir compris que, par
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nature, SVM ne peut effectuer qu'une classification binaire (c'est-a-dire choisir entre deux classes).
Cependant, il existe différentes techniques a utiliser pour les problemes multi-classes [5].
1.4.1.2 Naive Bayes classificateur :

La classificateur Naive Bayes est une technique d’apprentissage probabiliste supervisé qui
est régulierement utilisée a des fins de classification. Il est basé sur le théoréeme de Bayes ou la
probabilité conditionnelle qu'un événement X se produise, pour un indice Y, est déterminée par la

régle de Bayes:

POXIY) = P(X) P(Y/X) / P(Y)

Ainsi, pour trouver le sentiment d’une phrase d’entrée, elle sera transformée en ce quisuit [6]:

P(Sentiment/Phrase) = P(Sentiment)P(Phrase/Sentiment) /P(Phrase)

Qui est formulé par ce qui suit :

Nombre du token dans la classe + 1 / (Nombre de tous les tokens de cette classe+
Nombredetous les tokens)

Le 1 supplémentaire est le nombre de tous les tokens s’appelle « I’ajout d’un » ou lissage
deLaplace.
1.4.1.3 La régression logistique

C'est une méthode de classement qui a été remise en valeur et qui est devenu une méthode
populaire grace a ses bonnes performances dans le classement automatique. Elle permet de calculer

la probabilité d'appartenance a la catégorie k, comme suit:

ebhx

P?-(Y: le = X):m

Ou B est le vecteur de coefficients de régression qui doivent étre estimés avec des exemples
d'entrainement en utilisant, par exemple, la méthode de moindres carrés. La catégorie assignée sera

celle dont la probabilité est la plus grande, c'est-a-dire :

¥ = argmax P(Y = ki x)

kef{l,...k}
La régression logistique a bénéficié de beaucoup de travaux de recherches et est devenue
une méthode pratique dans de nombreux systémes commerciaux a grande échelle, en particulier aux

grandes sociétés d'Internet comme Google et Yahoo qui I'emploient pour apprendre de grands

ensembles de données [7].
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Ce modele, en plus de pouvoir étre utilisé seul, constitue en outre le bloc fondamental des
réseaux neuronaux
1.4.1.4 Arbre de décision

L'arbre de décision est I'outil le plus puissant et le plus populaire pour la classification et la
prédiction. Un arbre de décision est un organigramme semblable a une arborescence, ou chaque
nceud interne indique un test sur un attribut, chaque branche représente un résultat du test et chaque

nceud feuille (nceud terminal) détient une étiquette de classe [8].

Outliook |

Sunny COwvercast Rain
¥Yes
| Humidity | | Wind |
High Normal jtrong Weak
No Yes No Yes

Figure 1- 6 : Arbre de decision[8].

1.4.2 Approche a base de regles (Rule-based)

L’approche a base de regles (ou I’approche lexique) définit un ensemble de régles dans un
type de langage de programmation (script) qui identifie la subjectivité, la polarité ou le sujet d’une
opinion. Cette approche peut utiliser diverses entrées, telles que [4] :

v' Techniques classiques de NLP, telles que la racinisation, tokenisation, POS-tagging et

Chunking.

v’ Autre opération basée sur le lexique, ils utilisent le dictionnaire des sentiments avec des

mots d’opinion et les faire correspondre avec les donnees pour déterminer la polarité.

Input Text

~, —
% awful e =
Sm—— < = Text Processing
success Algorithm
horrible E
miistake
wWrong beautiful

Figure 1- 7 : Approche a base de régle [4].
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1.4.3 Approche hybride

Le concept de méthodes hybrides est tres intuitif : combinez simplement le meilleur des deux
approches, celui basé sur des regles et celui automatique. Généralement, en combinant les deux
approches, les méthodes peuvent améliorer la précision [4].

1.5 L’analyse des sentiments et Twitter

En Mars 2006, Twitter a vu le jour par le développeur Jack Dorsey, comme outil de
communication, pour rester en contact avec les amis. Twitter est un service Web qui permet aux

utilisateurs d’envoyer et de lire un message court [9].

1.5.1 Twitter et tweet

Twitter est un réseau social et un microblog qui permet aux utilisateurs de publier des
messages en temps réel, appelés tweets. Les tweets sont des messages courts, limités a 280
caractéres. En raison de la nature de ce service de microblogging (messages rapides et courts), les
gens utilisent des acronymes, commettent des erreurs d’orthographe, utilisent des émoticénes et
d’autres symboles qui expriment des significations particuliéres [10].

Twitter est actuellement 1’une des plates-formes de micro-blogage les plus populaires. Son
premier slogan était : « Que faites-vous ? » néanmoins, son utilisation a pris une autre piste ou les
utilisateurs s’échangent des avis et des informations, le slogan devient « Quoi de neuf ? ».

Plusieurs célébrités utilisent Twitter, on y trouve méme des chefs d’Etat.
Selon les derniers chiffres 2 :

v Twitter a plus que 645 millions d’utilisateurs inscrits.

v 58 millions de tweets envoyés chaque jour.

Dans le cadre de I’analyse des sentiments, la taille minime du message (280 caracteres)
formule I’hypothése que ce dernier ne renferme, a priori, plus d’une seule idée, ce qui facilite
I’identification de I’opinion exprimée. Certains tweets apparaissent comme des messages codés a
cause de 1’'usage des hashtags, abréviations en tout genre, argot, et émoticons.

Les termes a connaitre pour bien utiliser Twitter [11] :
v Followers : les personnes qui vous suivent.
v Followings : les personnes que vous suivez.

v’ Friends : les personnes que vous suivez et qui vous suivent.

1.5.2 Caractéristiques d’un tweet
On peut se sentir un peu perdu dans le vocabulaire utilisé dans les tweets, notamment, a

cause du langage et des symboles spécifiques a I’utilisation de Twitter. A quoi sert le @ et # ?
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C’est quoi RT ? Toutes ces abréviations peuvent paraitre un peu floues. Dans une perspective de
classement, un petit lexique des principaux mots et signes Twitter est présenté [12] [13] :
v' Mention @ : se présente sous la forme @NomuUltilisateur. 1l cible un utilisateur de Twitter
dans le tweet posté. Exemple : salut a vous de la part de @Hanae et @Moncef.
v Hashtag # : se présente sous la forme #mot-clé. 1l identifie le mot-clé en question comme
important et peut en faire un sujet populaire. Exemple : #gouvernement.
v RT (ReTweet) : se présente sous la forme RT Nom_Utilisatuer. Il permet de partager le
tweet d’un utilisateur. Exemple : RT Hanae Excellente.
v URL (Lien) : se présente sous la forme https :/ ou http ://www. Twitter, permet a
I’utilisateur de rejoindre les liens dans son tweet. Exemple : https://www.fstf.com.
v" VIA : s’utilise pour mentionner votre source d’information, dans votre tweet.

Example: Via YouTube, Via Facebook.

1.5.3 L’analyse des sentiments avec Twitter

Parmi les réseaux sociaux, Twitter est I'un des plus importants services de microblogging.
L’architecture de Twitter fait de la question « Que se passe-t-il ?» La pierre angulaire de 1’échange
d’informations. Cela a inspiré¢ I’idée d’utiliser les utilisateurs de Twitter en tant que capteurs
distribués [14].

Les plates-formes des médias sociaux telles que Twitter sont de plus en plus courantes et
fournissent des informations précieuses (générées par les utilisateurs via la publication et le partage
de contenus) [15].

Twitter est une plate-forme de communication basée sur le Web, qui permet a ses abonnés
de diffuser des messages appelés « tweets » de 280 caractéeres maximum, leur permettant de
partager des pensées, des liens ou des images. Par conséquent, Twitter est une source riche de
données pour I’exploration d’opinion et ’analyse de sentiment. La simplicité d’utilisation et les
services offerts par la plate-forme Twitter lui permettent d’étre largement utilisée dans le monde
entier et en particulier en Algerie. Cette popularité nous donne acces a une mine riche
d’informations qui peuvent servir comme base de données a l’analyse des tweets, qui nous
fournissent des informations précieuses [16].

Twitter est une plate-forme multimédia qui permet de partager facilement des opinions en
utilisant diverses formes de contenu, notamment du texte, des images et des liens contrairement a de
nombreuses autres plates-formes de médias sociaux (tel que Instagram).

De plus, en fournissant un acces en temps quasi réel aux publications publiques via 1’API,
Twitter est une plate-forme appropriée pour 1’exploration d’opinion a grande échelle en temps quasi

réel.
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1.5.4 Analyse qualitative Twitter

L’objectif du Sentiment Score est de calculer a quel point un rapport est positif ou négatif
engénéral. Il est important de prendre en compte le nombre d’impacts (ou d’impressions) Twitter et
d’utilisateurs qui ont tweeté de maniére positive, négative ou neutre. Par consequent, le Sentiment
Score prend en considération, en général, les variables suivantes comme nous [’avons vu

précédemment [17] :

> Nombre de tweets positifs, négatifs ou neutres
> Quantité d’utilisateurs qui ont participé au rapport

> Nombre d’impressions (impacts) positives, négatives ou neutres

Pourquoi avons-nous choisi ces variables ? Parce que ’analyse des sentiments de Twitter
Binder sur Twitter considére « pluspositify que plus d’utilisateurs tweetent de maniere positive
plutot qu’un seul. Cela signifie que si 500 utilisateurs ont tweeté positivement a propos de notre

hashtag, c’est mieux que si seulement 1 utilisateur envoie 500 tweets. Par exemple :

» 500 tweets positifs envoyés par 1 utilisateur = mauvais (probablement un spammeur ou
quelqu’un associé a la campagne ou a I’événement Twitter)
> 500 tweets positifs envoyés par 100 utilisateurs = mieux (cela signifie que beaucoup de gens

conviennent que 1’hashtag est génial)

Méme chose arrive avec des tweets négatifs. Plusieurs fois, les trolls tenteront de saboter un
éveénement ou une campagne. Ces utilisateurs envoient généralement des tonnes de tweets mais ils
ne sont pas un grand groupe d’utilisateurs. Cela signifie qu’une petite quantité d’utilisateurs enverra
une grande quantité de tweets (et probablement ils ont un petit nombre d’abonnés). Ce n’est pas trés
négatif pour le rapport que ce petit nombre d’utilisateurs envoie des tonnes de tweets plutot que s’ils

provenaient d’une énorme quantité de comptes. Par exemple :

» 500 tweets négatifs envoyés par 500 utilisateurs = mauvais.[17]
1.6 Outils d'analyse de sentiments
1.6.1 SentiWordNet

SentiWordNet [18]a été généré a l'aide du dictionnaire WordNet!. Chaque synset (c'est-a-

dire un groupe de termes synonymes sur une signification particuliere) dans WordNet est associé a

1https://wordnet.princeton.edu/wordnet/
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trois scores numériques indiquant le degré d'association du synset avec du texte positif, négatif et
objectif. En générant le lexique, les synsets initiaux (positifs et négatifs) ont été étendus en
exploitant les relations de synonymie et d'antonymie dans WordNet, grace a quoi la synonymie se
conserve tandis que I'antonymie inverse la polarité avec un synset donné. Puisqu'il n'y a pas de
relation synonyme directe entre les synsets dans WordNet, les relations : see_also, similar_to,
pertains_to, derived from et attribute ont été utilisées pour représenter la relation de synonymie
tandis que la relation antonyme directe a été utilisee pour I'antonymie. Des glosses (c.-a-d. Les
définitions textuelles des ensembles élargis de synsets ainsi que celle d'un autre ensemble supposé
étre composé de synsets objectifs) ont été utilisés pour former huit classificateurs ternaires. Les
classificateurs sont utilisés pour classer chaque synset et la proportion de classification pour chaque
classe (positive, négative et objective) ont été considérés comme les scores du synset. Dans une
version améliorée du lexique (SentiwWordNet 3.0), les scores ont été optimisés par une marche
aléatoire en utilisant lI'approche PageRank. Avec les synsets sélectionnés manuellement, puis
propage la polarité des sentiments (positive ou négative) a un synset cible en évaluant les synsets
qui se connectent au synset cible a travers lI'apparence de leurs termes dans le brillant du synset
cible.[19]

SentiWordNet peut étre vu comme ayant une structure arborescente comme indiqué sur la
(figure 1-8). Le nceud racine de 1'arbre est un terme dont les noeuds enfants sont les quatre balises
PoS de base dans WordNet (c.-a-d. nom, verbe, adjectif et adverbe). Chaque POS peut avoir
plusieurs sens du mot en tant que nceuds enfants. Les scores de sentiment illustrés par un point dans
I'espace triangulaire du diagramme sont attachés aux sens des mots. La subjectivité augmente
(tandis que I'objectivité diminue) de bas en haut, et la positivité augmente (tandis que la négativité

diminue) de droite a gauche du triangle.
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Figure 1- 8 : Diagramme montrant la structure de SentiWWordNet.
1.6.2 Sentimentl140

Sentiment140? (anciennement connu sous le nom "Twitter sentiment™) est un outil en ligne
gratuit qui a été créé par trois étudiants en computer science de Stanford, donc c’est un projet
académique. Cet outil, contrairement a la plupart des autres sites d'analyse de sentiments, n’utilise
pas de listes de mots positifs ou négatifs mais est fondé sur les algorithmes d'apprentissage
automatique. Sentiment140 permet de découvrir des sentiments des tweets d'une marque, un produit

Ou un sujet sur Twitter.
1.6.3 Tweetfeel

Le service Tweetfeel® est un outil en ligne d’analyse du sentiment sur Twitter. Il propose une
version gratuite et une version payante. Il s’appuie sur les capacités temps réels de Twitter qui
donne des sentiments positifs et négatifs des tweets sur des choses. L’évaluation de TweetFeel se
fait sur la base de présence de mots clés précis dans les tweets tels que Good, Bad, etc.
(Uniguement en anglais pour 1’instant).Ensuite un pourcentage est calculé selon le nombre de
tweets positifs ou négatifs.

1.6.4 Twitrratr

Twitrratr* est un outil en ligne gratuit, qui a émergé a partir d'un projet Startup Weekend.
Twitrratr fonctionne a partir d’une liste de mots positifs et d’une liste de mots négatifs. Cet outil
classe une opinion sur le mot clé de la requéte s’il est capable de le croiser avec un mot d’une des
deux listes. Les mots positifs et négatifs qui servent a classer les tweets sont surlignés dans

I’interface.

2 http://www.sentiment140.com/
3 http://www.tweetfeel.com
4 http://twitrratr.com/
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1.6.5 Tweet Sentiments Analyses

Tweet Sentiments Analyses est un outil en ligne gratuit et open source d’analyse du
sentiment sur Twitter. 1l peut donner des sentiments positifs, négatifs et neutres des tweets sur le
mot clé lancé dans la requéte. Il peut travailler sur 12 langues. Il donne les résultats sous forme
graphique. [19]
1.7 Mesures de performance de la classification des sentiments

Mesurer les performances d’un algorithme de Machine Learning est une étape indispensable
et extrémement importante pour produire un algorithme de qualité et qui répond aux attentes
métiers.

En regle générale, pour mesurer les performances de la classification des sentiments, Les
normes prédéfinies suivantes sont utilises [20]:

1.7.1 La matrice de confusion

C’est un tableau croisé entre les valeurs réelles et les prédictions (figure 1-9). Cette matrice
permet d’identifier 4 catégories de résultats:

v Vrais positifs (TP) :les vrais positifs sont les cas ou la classe réelle du point de données
était 1 (Vrai) et la prédiction est également 1 (Vrai).

v Vrais négatifs (TN):les vrais négatifs sont les cas ou la classe réelle du point de données
était 0 (faux) et la prédiction est également 0 (faux).

v Faux positifs (FP):Les faux positifs sont les cas ou la classe réelle du point de données était

0 (False) et la prédiction est 1 (Vrai). False est di au fait que le modéle a prédit de maniere

incorrecte et positive parce que la classe prédite était positive. (1)

v' Faux négatifs (FN): les faux négatifs sont les cas ou la classe réelle du point de données
était 1 (Vrai) et la prédite est O (Faux). False est dd au fait que le modéle a prédit de maniere

incorrecte et négative parce que la classe prédite était négative. (0)

Actual Values

Positive (1) Negative (0)

Positive (1) TP FP

Predicted Values

Negative (0) FMN TN

Figure 1- 9 : Matrice de confusion [20].
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1.7.2 Accuracy, precision, recall and F-measure

A partir de cette table de confusion, on peut calculer différentes mesures pour évaluer le
model [20][22]:

v' Accuracy
Accuracy est utilisée pour trouver et évaluer une matrice afin de voir I'efficacité de

I'algorithme de classificateur pour calculer la précision que la formule est utilisée est:

| ~ TP +TN
CCUracy =Tp Y FP + TN + FN

v Precision
C'est le nombre de résultats positifs corrects divisé par le nombre de résultats positifs prédits

par le classificateur.

TP

p . . —
recision —TP T FP

v Recall
Il s'agit du nombre de résultats positifs corrects divisé par le nombre de tous les échantillons

pertinents (tous les échantillons qui auraient d étre identifiés comme positifs).

TP

Recall = TP+—F]V

v" F-measure
Les mesures F sont une combinaison de précision et de rappel, elles produiront une seule

matrice de précision et de rappel. Pour calculer les mesures F,I'équationsuivante est utilisé:

Precision * Recall

F — measures = 2 x
Precision + Recall

1.7.3 Lacourbe ROC et AUC
v A. LacourbeROC

Une courbe ROC (receiver operating characteristic) est un graphique représentant les performances
d'un modeéle de classification pour tous les seuils de classification. Cette courbe trace le taux de

vrais positifs en fonction du taux de faux positifs (figure1-10) [22]:

v' TPR (True Positive Rate) / Rappel /Sensitivité
La sensibilit¢ indique la probabilité d’un individu d’appartenir a la classe sachant qu’il

devrait y appartenir.

TP

TPR/Recall/Sensitivity = TP+ FN

17
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v’ Spécificité
La spécificité indique, quant a elle, la probabilité qu’un individu n’appartienne pas a la

classe a juste titre.

Specificity = TN
pecificity = TN+ FP
v" FPR (false positive rate)
FPR =1 — Specificity = kP
= pecificity = TN+ FP
Voila & quoi ressemblent des courbes de ROC :
—3 il T —
_’J_I..—r
% 24 Jr/ 'l :
.§ r I
2 3
- f = gedmes,
e e o

False positive rate (FPR)

Figure 1- 10 : La courbe ROC [21].

B. L’AUC
AUC signifie "aire sous la courbe ROC". Cette valeur mesure l'intégralité de I'aire & deux
dimensions situées sous I'ensemble de la courbe ROC (par calculs d'intégrales) de (0,0) a (1,1)
(figure 1-11). L’AUC fournit une mesure agrégée des performances pour tous les seuils de
classification possibles[25].

1

Taux de VP

0 Taux de FP 1
Figure 1- 11 : AUC (aire sous la courbe ROC [21].
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1.8 Conclusion

Dans ce chapitre, nous avons présenté la revue de littérature de 1’analyse des sentiments. Ceci
comprend un survole sur les principaux fondements, méthodes et techniques d'analyse et de
classification des sentiments. Le chapitre suivant sera dédié a la deuxieme partie du volet théorique:

I'apprentissage profond ou le deep learning.

19
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CHAPITRE Il : DEEP LEARNING
2.1Introduction

L'apprentissage en profondeur, un type particulier de mécanisme d'apprentissage
automatique, est caractérisé par I'effort de créer un modéle d'apprentissage a plusieurs niveaux, dans
lequel les niveaux les plus profonds prennent en compte les résultats des niveaux précédents, les
transformant et en faisant toujours plus d’abstraction. Cet apercu des niveaux d'apprentissage est
inspiré par la facon dont le cerveau traite l'information et apprend en réagissant aux stimuli
externes. Chaque niveau d'apprentissage correspond, par hypotheése, a l'une des différentes zones
qui composent le cortex cérébral.

Actuellement, Le Deep Learning intervient dans le domaine du traitement du langage
naturel (TLN) et son architectures offrent d'énormes avantages pour la classification de textes, car
elles fonctionnent avec une précision extrémement éleveée avec une ingénierie et des calculs de
niveau inférieur.

Les deux principales architectures d'apprentissage en profondeur pour la classification de

texte sont les réseaux de neurones convolutifs (CNN) et les réseaux de neurones récurrents (RNN).

2.2Histoire du deep learning

Année Contributeur Contribution

] Introduction de I’associationnisme, début de I histoire
300 AC | Aristotle ) )
des humains qui essayent de comprendre le cerveau

] Introduction du Neural Groupings comme les premiers
1873 Alexander Bain . ;
modeles de réseaux de neurones

) Introduction du McCulloch-Pitts (MCP) modéle considéré
1943 McCulloch and Pitts o
comme I’ancétre des réseaux de neurones artificielles

Considérer comme le pére des réseaux de neurones,

1949 Donald Hebb il introduit la régle d’apprentissage de Hebb qui servira de
fondation pour les réseaux de neurones modernes

1958 Frank Rosenblatt introduction du premier perceptron

1974 Paul Werbos Introduction de la retro propagation

1980 TeuvoKohonen Introduction des cartes auto organisatrices

. ) Introduction du Neocognitron, qui a inspiré les réseaux de
1980 Kunihiko Fukushima )
neurones convolutif

1982 John Hopfield Introduction des réseaux de Hopfield

1985 Hilton and Sejnowski Introduction des machines de Boltzmann
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Introduction de Harmonium,qui sera connu plus tard comme
1986 Paul Smolensky ) ]
machines de Boltzmann restreintes

) Définition et introduction desréseaux de neurones
1986 Michael 1. Jordan ]
récurrent

Introduction de LeNet et montra la capacité des réseaux de
1990 Yann LeCun
neurones profond

) Introduction des réseaux de neurones  récurrent
1997 Schuster and Paliwal o
bidirectionnelles

1997 Hochreiter and Introduction de LSTM, qui ont résolu le probléme du vanishing
Schmidhuber gradient dans les réseaux de neurones récurrent
2006 Geoffrey Hinton Introduction des Deep belief Network

2009 Salakhutdinov and Hinton Introduction des Deep Boltzmann Machines

) Introduction de AlexNet qui remporta le challenge
2012 Alex Krizhevsky
ImageNet

Table 2- 1 : Les etapes majeurs du Deep Learning [22].

2.3 Apprentissage en profondeur

Les algorithmes classiques de ML fonctionnent bien pour une grande variété de problemes.
Cependant ils ont échoues a résoudre quelques problémes majeurs de I’TA telle que le traitement de
grandes quantités de données (Big Data). Mais, ce n’est qu’aprés que de plus grandes quantités de
données ne soit disponibles grace notamment au Big Data et aux objets connectés et que les
machines de calcul soient devenues plus puissantes que la communauté scientifigue a pu
comprendre le potentiel réel du Deep Learning (table 2-2).

Cependant, Le développement du deep learning fut motivé en partie par 1’échec des
algorithmes traditionnels dans de telle tache de I'IA.

Une des grandes différences entre le Deep Learning et les algorithmes de ML traditionnelles
est qu’il s’adapte bien, plus la quantité de données fournie est grande plus les performances d’un
algorithme de Deep Learning sont meilleurs (Figure 2-1). Contrairement a plusieurs algorithmes de
ML classiques qui possedent une borne supérieure a la quantité de données qu’ ils peuvent recevoir
des fois appelée "plateau de performance", les modéles de Deep Learning n’ont pas de telles
limitations (théoriquement) et ils sont méme allés jusqu’a dépasser la performance humaine dans

des domaines comme text processing (Table 2-1).
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Why deep learning

/ Deep learning

@
o
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<
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Amount of data

How do data science techniques scale with amount of data?

Figure 2 - 1 : La différence de performance entre le DL et la plupart des algorithmes de ML en
fonction de la quantité de données [23].

Autre différence entre les algorithmes de ML traditionnelles et les algorithmes de Deep
Learning est I’étape de 1’extraction de caractéristiques. Dans les algorithmes de ML traditionnelles
I’extraction de caractéristiques est faite manuellement, c’est une étape difficile et colteuse en temps
et requiert un spécialiste en la matiere alors qu’en Deep Learning cette étape est exécutée

automatiquement par I’algorithme[23].

Machine Learning (ML) Deep Learning (DL)

v/ Fonctionne sur une petite quantité de jeu de | v'Fonctionne sur une grande quantité de données.
données pour plus de précision.
v Il repose sur une machine bas de gamme. v Tres dépendant de la machine haut de gamme.
v'Divise les taches en sous-taches, les résout | v' Résout le probléme de bout en bout.
individuellement et enfin combine les résultats.
v Prend moins de temps pour s'entrainer. v'Prend plus de temps pour s'entrainer.

v’ Le temps de test peut augmenter. v Moins de temps pour tester les données.

Table 2- 2 : Différences entre ML & DL [23].

2.4 Les applications de I'apprentissage en profondeur

2.4.1 La reconnaissance faciale

Les yeux, le nez, la bouche, tout autant de caractéristiques qu’un algorithme de Deep
Learning va apprendre a détecter sur une photo. Il va s’agir en premier lieu de donner un certain
nombre d’images a ’algorithme, puis a force d’entrainement, 1’algorithme va étre en mesure de

détecter un visage sur une image [24].
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2.4.2 La détection d’objets

Sur une image complexe ou il y a plusieurs éléments, les algorithmes de détection d’objets
vont étre maintenant capables d’identifier et de localiser au pixel prés un élément ou une personne.
800 millions d’images sont uploadées chaque jour sur Facebook : son algorithme Deep Learning est
effectivement capable d’identifier telle ou telle personne sur une photo des lors qu’elle est uploadée
[25].
2.4.3 Le traitement du langage natural

Le Natural Language Processing est une autre application du Deep Learning. Son but étant
d’extraire le sens des mots, voire des phrases pour faire de ’analyse de sentiments. L algorithme va
par exemple comprendre ce qui est dit dans un avis Google, ou va communiquer avec des personnes
via des chat bots. La lecture et 1’analyse automatique de textes est aussi un des champs
d’application du Deep Learning avec le Topic Modeling: tel texte aborde tel sujet [25].
2.4.3.1 La promesse du Deep Learning pour le NLP

v Les méthodes d'apprentissage en profondeur sont populaires pour le langage naturel,
principalement parce qu'elles tiennent leurs promesses.

v' Certaines des premiéres grandes démonstrations de la puissance de I'apprentissage
profond concernaient le traitement du langage naturel, en particulier la reconnaissance
vocale. Plus récemment en traduction automatique.

v Les 3 promesses clés de I'apprentissage profond pour le traitement du langage naturel
sont les suivantes :

> La promesse de l'apprentissage des fonctionnalités. Autrement dit, les méthodes
d'apprentissage en profondeur peuvent apprendre les fonctionnalités du langage
naturel requises par le modele, plutdt que d'exiger que les fonctionnalités soient
spécifiées et extraites par un expert.

» La promesse d'une amélioration continue. Autrement dit, les performances de
I'apprentissage profond dans le traitement du langage naturel sont basées sur des
résultats réels et que les améliorations semblent se poursuivre et peut-étre
s'accélérer.

» La promesse des modéles de bout en bout. Autrement dit, les grands modéles
d'apprentissage profond de bout en bout peuvent étre adaptés aux problemes de
langage naturel en offrant une approche plus générale et plus performante.

v' Le traitement du langage naturel n'est pas « résolu », mais un apprentissage en
profondeur est nécessaire pour vous amener a I'état de I'art sur de nombreux problémes

difficiles dans le domaine [25].
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2.4.3.2  Analyse de texte et NLP :

La communication textuelle est I'une des formes les plus populaires de conversation
quotidienne. on discute, envoie des messages, tweete, partage le statut, écris des blogs et partage des
opinions et des commentaires dans notre routine quotidienne. Toutes ces activités génerent du texte
en quantité significative, qui n'est pas structurée par nature. Dans ce domaine du marché en ligne et
des meédias sociaux, il est essentiel d'analyser de grandes quantités de données, de comprendre
I'opinion des gens. La NLP permet a l'ordinateur d'interagir avec les humains de maniére naturelle.
Il aide I'ordinateur a comprendre le langage humain et a en tirer un sens. La NLP est applicable dans
plusieurs problématiques de la reconnaissance vocale, la traduction de la langue, la classification
des documents a I'extraction d'informations. L'analyse de la critique des films est I'un des exemples
classiques pour démontrer un modéle simple de sac de mots NLP, sur des critiques de films [26].
2.4.3.3  Lesalgorithmes de I’apprentissage profond avec le NLP :

Cette table ci-dessous représente des quelques algorithmes et leurs utilisations avec le NLP.

Algorithme Utilisation du NLP

Réseau neuronalNN (feed) . Balisage d'une partie du discours
. Tokenisation
. Reconnaissance des entités nommées
. Extraction d'intention

Réseaux de neurones récurrents - - Traduction automatique

RNN . Systeme de réponse aux questions
. Sous-titrage d'image
Réseaux de neurones récursifs - Analyse des phrases

. Analyse des sentiments
. Détection paraphrase
. Classification des relations
. Détection d'objets
Réseau neuronal convolutif -CNN . Classification des phrases / textes
. Extraction et classification des relations
. Détection de spam
. Catégorisation des requétes de recherche
. Extraction de relations sémantiques
Table 2- 3 : Algorithmes d’apprentissage et leurs utilisation avec le NLP [27].

2.5Le réseau neuronal

La pratique, de tous les algorithmes de DL sont des réseaux neuronauX. Les réseaux
neuronaux, aussi appelés ANN, sont des modéles de traitement de 1’information qui simulent le
fonctionnement d’un systéme nerveux biologique. C’est similaire a la facon dont le cerveau
manipule I’information au niveau du fonctionnement. Tous les réseaux neuronaux sont constitués

de neurones inter connectes qui sont organisés en couches [28](figure 2 - 2).
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Figure 2 - 2 : Réseaux de neurones[28].

2.5.1 Fonctionnement du neurone artificiel

Le neurone artificiel va recevoir plusieurs entrées d’informations, plusieurs valeurs, qui vont
étre attaché a un poids qui peut étre ajusté. Ces entrées correspondent aux dendrites, et les poids qui
leurs sont associés, correspondent aux actions excitatrices ou inhibitrices des synapses, ils vont
pouvoir amplifier ou minimiser un signal d’entrée. Le neurone dans sa forme basique, va effectuer
une somme de 1’ensemble de ces variables en fonction de leurs poids, correspondant au soma. Cette
valeur passe ensuite par une fonction d’activation, qui en sera 1’unique sortie. Celle-ci correspond
au point de départ de 1’axone qui est le cone d’émergence.

Le principe de ces réseaux va donc étre d’assembler de grande quantité de neurone entre eux
pour former des couches.[29]

Il existe une grande variété de type de neurone, qui engendre selon leur agencement,

différents types d’architecture.

Corps cellulaire

Synapses
Poids synaptiques
valeurs .

fonction Une sortie
. d'activation
\ somme pondérée

Noyau

- — :/’ . net R
) X; ot .;/“ T i J—@ q} | ac;watlon
Axone ~ " Fonction
d'agrégation/de
Xy s, ) combinaison b,
Dendrites Sl \ W seuil
NEURONE ARTIFICIEL

NEURONE BIOLOGIQUE

Figure 2 - 3 : Représentation mathématique/informatique d’un neurone biologique [29].

2.5.2 Avantages et inconvénients des réseaux neurones

Nous avons vu un apercu des caractéristiques de base d'un réseau de neurones et compris
comment cela fonctionne essentiellement. Nous allons donc souligner quels sont leurs principaux
avantages et inconvénients dans le domaine de I'innovation [30]:

2.5.2.1  Avantages de I'utilisation d'un réseau neurone
Ils conviennent aux problémes qui ne nécessitent pas de réponses précises, mais des réponses

approximatives avec un degre d'erreur ou de variation:

26
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v’ Leur capacité a généraliser : ils peuvent produire de bonnes réponses méme avec une
contribution qui n'a pas été prise en compte lors de leur création et de leur entrainement.

v" lls sont faciles a implémenter, vous pouvez simplement définir un neurone, puis le copier et
créer des connexions entre les neurones.

v" 1l fournit des opérations rapides car il fonctionne en parallele, chaque neurone utilise
seulement son entrée.

v’ La stabilité de la sortie par rapport aux valeurs d'entrée : les valeurs d'entrée peuvent étre
incomplétes, bruyantes, mal connues ou accepter un degre d'erreur ou de changement

v" lls peuvent déterminer le résultat en tenant compte de toutes les entrées en méme temps
[30].

2.5.2.2 Inconvénients de I'utilisation des réseaux neuronaux:

v Neural Network (RN) fonctionne comme une boite noire : généralement, vous ne serez pas
en mesure de comprendre pourquoi il a produit ce résultat spécifique.

v’ Les connaissances mémorisées ne peuvent étre décrites et localisées dans le réseau

v lIs impliquent souvent des techniques de formation sophistiquées qui prennent beaucoup de
temps pour les calculs.

v" 1l n'y a pas toujours un réseau capable de résoudre un probléme spécifique, car il n'y a pas
toujours un algorithme d'apprentissage qui converge en donnant une sortie réseau a faible
erreur.

v" Les valeurs de sortie ne sont pas précises, mais ont une marge qui peut varier.

v" Nous avons besoin d'une trés grande série d'exemples pour avoir un bon processus

d'apprentissage et une faible erreur de rendement. [30]

2.6 Architectures de réseaux de neurones profonds

Il existe un grand nombre de variables d'architectures profondes. La plupart d'entre eux sont
dérivés de certaines architectures originales. Nous allons choisir les réseaux de neurones récurrents
(RNNs)[34] :

2.6.1 Les réseaux neuronaux récurrents (RNN) :

Sont un type de réseau neuronal dans lequel la sortie de I'étape précédente est fournie
comme entrée a I'étape actuelle. Dans les réseaux de neurones traditionnels, toutes les entrées et
sorties sont indépendantes les unes des autres, mais dans des cas comme lorsqu'il est nécessaire de
predire le mot suivant d'une phrase, les mots précédents sont nécessaires et il est donc nécessaire de
se souvenir des mots précédents. C'est ainsi que RNN a vu le jour, ce qui a résolu ce probleme a
l'aide d'une couche cachée. La caractéristique principale et la plus importante de RNN est I'etat

caché, qui mémorise certaines informations sur une séquence.
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Les RNN ont une « mémoire » qui memorise toutes les informations sur ce qui a été calculé.
Il utilise les mémes parameétres pour chaque entrée car il effectue la méme tache sur toutes les
entrées ou couches masquées pour produire la sortie. Cela réduit la complexité des parametres,

contrairement aux autres réseaux de neurones [31].

Y, Yo Y3
IWV I W, IWV
X, X, X3

Figure 2 - 4 : RNN Architecture [31].

S2, S3 sont les états cachés ou les unités de mémoire au temps t1, t2, t3 respectivement, et
Ws est la matrice de poids qui lui est associée. X1, X2, X3 sont les entrées aux temps t1, t2, t3
respectivement, et Wx est la matrice de poids qui lui est associée. Y1, Y2, Y3 sont les sorties aux
temps t1, t2, t3 respectivement, et Wy est la matrice de poids qui lui est associée. Pour tout instant,
t, nous avons les deux équations suivantes:

\ begin {équation *} S_{t} =g_ {1} (W_{x} x_{t} + W_{s} S_{t-1}) \ end {équation *}

\ begin {équation *} Y_{t}=g_{2} W_{Y}S_{t}) \end {équation *}
2.6.2 LSTM (long short term memory)

Plusieurs variantes aux RNN standards ont vu le jour pour remédier aux probléemes évoqués
précédemment. Nous allons ici décrire les LSTM, pour Long Short-Term Memory. Ce type de RNN
est tres utilisé en traitement du langage naturel.

L’architecture de réseaux de neurones est de diviser le signal entre ce qui est important a
court terme a travers le hidden state (analogue a la sortie d’une cellule de RNN simple), et ce qui
I’est a long terme, a travers le cell state, qui sera explicité plus bas. Ainsi, le fonctionnement global
d’un LSTM peut se résumer en 3 étapes :

1. Détecter les informations pertinentes venant du passé, piochées dans le cell state a travers
la forget gate ;

2. Choisir, a partir de I’entrée courante, celles qui seront pertinentes a long terme, via I’input gate.
Celles-ci seront ajoutées au cell state qui fait office de mémoire longue ;

3. Piocher dans le nouveau cell state les informations importantes a court terme pour générer le
hidden state suivant a travers 1’output gate.

Pour un autre exemple illustrant I’intuition derriére les LSTM, voir cette discussion sur Quora.

Regardons cela de plus prés. En respectant la méme convention que pour le schéma simplifié de la

cellule RNN, on peut représenter une cellule LSTM de la fagon suivante :


https://www.quora.com/What-is-an-intuitive-explanation-of-LSTMs-and-GRUs
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Figure 2 - 5 : Représentation simplifiée d’une cellule LSTM [32].
Comme le RNN, le LSTM définit donc une relation de récurrence, mais utilise une variable
supplémentaire qui est le cell state c :
ht, ¢t = f(xt, he-1, C-1)
L’information transite d’une cellule a la suivante par deux canaux, h et c. A D’instant t, ces
deux canaux se mettent a jour par I’interaction entre leurs valeurs précédentes hy et c.1 ainsi que

I’élément courant de la séquence x; .[32]

2.6.3 Architecture LSTM:

La différence fondamentale entre les architectures des RNN et des LSTM : est que la couche
cachée de LSTM est une unité fermée ou une cellule fermée. Il se compose de quatre couches qui
interagissent les unes avec les autres de maniére a produire la sortie de cette cellule avec I'état de la
cellule. Ces deux choses sont ensuite transmises a la couche cachée suivante. Contrairement aux
RNN qui ont la seule couche de réseau neuronal unique de tanh, les LSTM se composent de trois
portes sigmoides logistiques et d'une couche de tanh. Des portes ont été introduites afin de limiter
les informations qui transitent par la cellule. Ils déterminent quelle partie de l'information sera
requise par la cellule suivante et quelle partie doit étre supprimée. La sortie est généralement

comprise entre 0 et 1, ou «0» signifie «tout rejeter» et «1» signifie «tout inclure» [33].

2.7La Promesse de I'apprentissage en profondeur

Les méthodes d'apprentissage en profondeur sont tres populaires, principalement parce
qu'elles tiennent leurs promesses [26].

Cela ne veut pas dire gu'il n'y a pas de battage médiatique au sujet de la technologie, mais ce
battage médiatique est basé sur des résultats tres réels démontrés sur une foule de problemes d'lA
tres difficiles de la vision par ordinateur et du traitement du langage naturel [26].

Certaines des premiéres grandes démonstrations de la puissance de l'apprentissage en
profondeur concernaient le traitement du langage naturel, en particulier la reconnaissance vocale,

récemment en traduction automatique.
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Dans le domaine du traitement du langage naturel, cing promesses spécifiques de méthodes
d'apprentissage en profondeur ont été examinées. Les promesses faites récemment par les
chercheurs et les praticiens du domaine, des gens qui peuvent étre plus modérés que la moyenne
rapporte ce que peuvent étre les promesses [25].

En bref, ils sont :

v' La promesse de modéles de remplacement instantanés. Autrement dit, les méthodes
d'apprentissage en profondeur peuvent étre intégrées aux systemes de langage naturel
existants en tant que modeles de remplacement pouvant atteindre des performances
proportionnées ou meilleures.

v La promesse de nouveaux modeles NLP. Autrement dit, les méthodes d'apprentissage en
profondeur offrent I'opportunité de nouvelles approches de modélisation pour résoudre des
problemes de langage naturel comme la prédiction séquence a séquence.

v' La promesse de l'apprentissage des fonctionnalités. Autrement dit, les méthodes
d'apprentissage en profondeur peuvent apprendre les fonctionnalités du langage naturel
requises par le modele, plutét que d'exiger que les fonctionnalités soient spécifiées et
extraites par un expert.

v' La promesse d'une amélioration continue. Autrement dit, les performances de
I'apprentissage profond dans le traitement du langage naturel sont basées sur des résultats
réels et que les améliorations semblent se poursuivre et peut-étre s'accélérer.

v' La promesse des modeles de bout en bout. Autrement dit, les grands modéles
d'apprentissage profond de bout en bout peuvent étre adaptés aux problémes de langage

naturel en offrant une approche plus générale et plus performante.

2.8Conclusion

L'apprentissage profond est le domaine le plus émergeant de I'apprentissage automatique. Il
a apporté une contribution importante dans divers domaines de recherche, ce qui est trés prometteur
et constitue un succes. Dans ce chapitre, nous avons expose ce sous-ensemble des méthodologies et
techniques de ML qui utilisent le réseau neuronal artificiel et son utilisation avec le traitement du
langage naturel.

Le prochain chapitre, traite les détails de la conception, ainsi que la méthode et les outils

utilisés pour la réalisation de notre application.
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CHAPITRE I11 : Conception & Implémentation
3.1Introduction :

La collecte des données d'un big-social data, comme Twitter, n'est pas une tache trés simple.
Nous devons en tenir compte des obstacles rencontrés. Cependant, un ensemble de données
préalablement collecté (dataset) est utilisé pour entrainer et tester deux modéles d’apprentissage:
algorithmes traditionnels et le Deep Learning.

Notre solution d’analyse du sentiment se base sSur une ressource lexicale externe (un
dictionnaire donné ou SentiWordNet) au moment du prétraitement. Cette ressource linguistique aide
a donner de I’information sur la polarité des mots afin de calculer le sentiment de chaque tweet. Les
tweets reflétent les statuts postés sur le réseau social Twitter.

Ce chapitre étudie la maniere dont les données seront traitées, analysées et principalement
comment les classifier ? Avant de passer a cette chose, parlons des outils utilisé et de I'architecture

proposeée.

3.2Les outils d'expérimentation utilises

A.|~==Tcx Anaconda est une distribution gratuite et open source conditionnelle des
langages de programmation Python et R pour le calcul scientifique, qui vise a simplifier la gestion
et le déploiement des packages. La distribution comprend des packages de science des données

adaptésa Windows, Linux et macOS.[34]

B. Google Colab (Colaboratory) est un service cloud, offert par Google

(gratuit), basé sur Jupyter Notebook et destiné a la formation et a la recherche dans 1’apprentissage
automatique. Cette plateforme permet d’entrainer des modéles de Machine Learning directement
dans le cloud. Sans donc avoir besoin d’installer quoi que ce soit sur notre ordinateur a 1’exception
d’un navigateur. Cool, n’est ce pas ? Avant de présenter ce magnifique service, nous rappellerons ce

qu’est un Jupyter Notebook.[35]

J;._I r)ytc‘.:r

C. Jupyter Notebook est une application Web Open Source permettant de créer et

de partager des documents contenant du code (exécutable directement dans le document), des
équations, des images et du texte. Avec cette application il est possible de faire du traitement de
données, de la modelisation statistique, de la visualisation de données, du Machine Learning, etc.
Elle est disponible par défaut dans la distribution Anaconda (suivre ce lien pour savoir comment
I’installer) [35].
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e

Python pour travailler avec des données en langage humain. Il fournit des interfaces faciles a utiliser

NLTK est une plate-forme de premier plan pour la création de programmes

vers plus de 50 corpus et lexicales telles que WordNet, ainsi qu'une suite de bibliothéques de
traitement de texte pour la classification, la tokenisation, la recherche de racines, le marquage,
I'analyse et le raisonnement sémantique, des wrappers pour les bibliotheques de PNL de niveau
industriel, et un forum de discussion actif.[36]

E. @Scikit-learnest un module python intégrant les algorithmes classiques de

I’apprentissage automatique. Il vise a fournir des solutions simples et efficaces pour les problémes
d’apprentissage, accessible a tous et réutilisables dans divers contextes.Il existe quelques ensembles
de données classiques intégrés avec Scikit-learn, par exemple “le dataset de fleurs des iris de

Fisher” et “digits” qui est un dataset d’images de chiffres manuscrits.[36]

|
I
i pondos R , .
F. Pandasest une bibliothéque créée pour aider les développeurs a travailler

intuitivement avec des données “étiquetées” et “relationnelles”. Elle est basée sur deux structures de
données principales : “Série” (unidimensionnelle, comme une liste Python) et “Dataframe”
(bidimensionnelle, comme un tableau a plusieurs colonnes). Pandas permet de convertir des
structures de données en objets DataFrame, de gérer les données manquantes et d’ajouter/supprimer
des colonnes de DataFrame, d’imputer les fichiers manquants et de tracer les données avec un
histogramme ou une boite a moustache. C’est un outil indispensable pour la manipulation et la

visualisation des données.[37]

G. [Kerasest une excellente bibliothéque pour la construction de réseaux de

neurones et la modélisation. Elle est tres simple a utiliser et offre aux développeurs un bon degré

d’extensibilité. La bibliothéque tire parti d’autres paquets (Theano ou TensorFlow) comme
terminaux. De plus, Microsoft a intégré CNTK (Microsoft Cognitive Toolkit) pour servir d’autre
backend. C’est un excellent choix si vous voulez expérimenter rapidement en utilisant des systemes

compacts — I’approche minimaliste de la conception est vraiment top !.[37]
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3.3Architecture générale du systeme
Nous avons mené une série d’expérimentations sur un data-set préalablement collecté de
twitter et stocké dans un fichier .xIsx. Pour atteindre notre objectif et obtenir la meilleure

performance possible, nous proposons l'architecture suivante :

Data Nettoyage
Texte en minuscules
Supprimer des numeros

Structure générale du systeme
Supprimer la ponctuation
Supprimer les espaces

g —> E Excel -
Supprimer “@’."#’
‘Algorithme d’apprentissage -
/ validation \ I

MultinomialNB
Tokenisation
SVM 9
Decision treer StopWords
embiding 1
KNN Train et Test :
Stemming
RNN-LSTM J\ /L
\ Lemmatisation

/
.V

Figure 3- 1 :Architecture générale du systéme.

Les étapes a suivre:

1. Une étape de prétraitement passe par le data set (.xlsx) via une ressource lexicale
(Sentiwordnet ) ou un dictionnaire donné (.tsv)). Le dictionnaire (.tsv) contient des mots
avec leur polarité correspondante, qui est essentielle pour calculer le sentiment de chaque
texte du tweet. Chaque mot extrait du texte est comparé aux mots de la ressource lexicale et
un score est donné.

2. Une fois le prétraitement terminé. La sortie est un ensemble de données traitées (.xlIsx)
contenant le texte et le sentiment correspondant(classification binaire/multiple)avec des
libellés positifs, négatifs ou neutres separés en colonnes.

3. Pour le sous-processus de training et prédiction, notre code passe le fichier .xIsx composé
d’un bloc de training et d’un autre pour le test. Lorsque tout est terminé, nous devrions avoir

tous les résultats a évaluer des différents classificateurs.
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3.4Description du dataset

Notre dataset original(figure3-2) se compose de 9472 tweets en anglais :

a Tweets 9472 nom-null object
ditvpes: ocbject{l1}
mEmory usage: F4.1+ KB

tweets

So Yuntl jurong poing, cra=y_. Acvailable onl. .

Coke lar__. Jokimg weif wooimi. .

Free entry in 2 a wkly comp to win FA Cup fina..
U dun say =o early hor... U c already then say..
Mah | don't think he goes o usi, he lives aro..
FreelM=g Hey there dardimg it's besn 3 week's n..
Even my brother is nod like to speak withh me. ..
As per your requesi 'Melle Melle (Crua Binmamin. .

WIMMKER! A= a wvalused network customer you hawve. .

U= = T I I S T I T =

Had your maobile 11 mnonths or more? U R entitle. .

Figure 3- 2 :Extrait du dataset
Chague entrée de notre ensemble de données est structurée comme suit :

eTweet texte : il contient le texte du tweet publié par l'utilisateur.
3.5Les étapes du prétraitement
3.5.1 Prétraitement

Etant donné que les données recueillies & partir des tweets sont biaisées et bruyante, le
nettoyage des tweets est notre premiére tche. Ce prétraitement consiste & structurer et a faciliter
I'utilisation des données textuelles originales.

Le prétraitement des données est le processus de nettoyage et de préparation des tweets pour la
classification. Cette premiére étape est la reconnaissance des termes, des ponctuations, des fins de
paragraphes et des phrases. Nous devons aussi unifier I'écriture des lettres en minuscule afin de
faciliter la mise en correspondance.

Les tweets en ligne contiennent généralement beaucoup de bruit et des parties non informatives
telles que des balises HTML, des scripts et des publicités. De plus, au niveau des mots, de
nombreux mots dans les tweets n'ont pas d'impact sur I'orientation générale de celui-ci. Garder ces
mots rend la dimensionnalité du probleme élevée et donc la classification plus difficile puisque

chaque mot dans les tweets est traité comme une dimension (tableau).
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Dans ce qui suit nous allons présenter la procédure détaillée du prétraitement suivie, dont le but

est de nettoyer les tweets et les rendre le plus proche possible d’un langage formel.

Nous avons procédé a un prétraitement qui suit les étapes suivantes

a)

b)

d)

e)

Texte en minuscules : unifier I'écriture des lettres en minuscule afin de faciliter la mise en
correspondance.

Supprimer les chiffres @user #, les liens web : il faut les supprimer car ils ont aucun impact
sur le classement

Supprimer des numéros : Nous pouvons soit supprimer des nombres, soit convertir les
nombres en leurs représentations textuelles. Nous pouvons utiliser des expressions
réguliéres pour supprimer les nombres.

Supprimer la ponctuation : Nous supprimons les ponctuations afin de ne pas avoir
différentes formes du méme mot. Si nous ne supprimons pas la ponctuation, elles seront
traitées séparément[!”#$%&’ () *+,./:;<=>2@[\|*_{|}~].

Supprimer les espaces : Nous pouvons utiliser la fonction join et split pour supprimer tous

les espaces blancs d'une chaine.

Le Tableau suivant donne quelques exemples de tweets avant et apres le prétraitement

Tweets avant pré-traitement Tweets apres pré-traitement

U dun say so early hor... U c already then | u dun say so early hor u c already then say

say...

Great! 1 hope you like your man well | great i hope you like your man well endowed i am

endowed. | am &lIt;#&gt; inches... It gt inches

A gram usually runs like &It;#&gt; , a half | a gram usually runs like It gt a half eighth is

eighth is smarter though and gets you | smarter though and gets you almost a whole

almost a whole second gram for &lt;#&gt; | second gram for It gt

3.5.2

Table 3- 1: Exemple de tweets avant et apres le prétraitement.

Annotation via une ressource lexicale

Partant d'un dataset purement textuel, nous avons décidé de I'annoter c-a-d déterminer la

polarité de ses tweets. Pour cela, nous exploitons deux ressources lexicographiques (Wordnet & un

dictionnaire donné) :

3.5.21

Annotation via Wordnet
A. Extraction des scores de polarité
Dans SentiWordNet, chaque mot contient un score de positivité et un score de négativité.

Tout d'abord, Le texte d'entrée est transmis au composant du prétraitement. A partir duquel les
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jetons (les mots) sont déterminés. Pour chaque mot qui n’est ni un mot vide ni une marque de
ponctuation, nous cherchons le mot dans WordNet en utilisant son étiquetage morpho-syntaxique
(PoStagging) et son lemme pour trouver les mots les plus proches du sens de mot recherché. Le mot

sera rejeté dans les trois cas suivants :

v" S'il ne s'agit pas d'un nom, d'un adjectif, d'un adverbe ou d'un verbe.
v" Sile mot de texte n'est pas réduit a I'entité "Lemme".
v Sile mot n’obtient pas la liste de tous les synsets.

Si tous les mots du texte sont rejetes, le texte suivant sera traité. La fonction sentie_synsets
retourne automatiquement un positive_score, et un negative_score pour le premier synset le plus
courant.

Deux scores différents pour la polarité du texte soit calculés. Un score contient I’addition du

score des mots trouvés positifs (noté score_positive), ’autre contient 1’addition du score des

motstrouvés négatifs (noté score_negative). Et puisque les scores de chaque mot sont des
valeurs absolues, nous calculons le score du mot avec formule suivante:
Word_Sentiment = score_positive — score_negative.
Le score de sentiment pour un post p est déterminé en utilisant I'équation suivante :

ijEp score (Wj)dim

In|

score(p)aim =

Ou score(p)im €St le score du post p dans la dimension sentiment de dim (dim est positif ou
négatif) tandis que score(w;)am est le score de sentiment du terme w; en p extrait de
SentiWordNet, et |n| est le nombre de termes porteurs de sentiments enp.

L’utilisation de senti_wordnet se résume par I’algorithmel suivant :

Algorithme 1 :Calculer le score d’'un texte de tweet

Get sentiment NLTK sentiword

if tag.startswith('J"):
return wn.ADJ

elif tag.startswith('N'"):
return wn.NOUN

elif tag.startswith('R'"):
return wn.ADV

elif tag.startswith('V'):
return wn.VERB

return None

def wordenet sementique (text):

print("::: === :")

print ("Processing please wait...")
print("::: === :\n\n")
start time = time.time ()
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counter = 0

for data in text:

words = nltk.sent tokenize (data)
tokens count = 0
sentiment = 0

for words in words:
tagged sentence = pos tag(word tokenize (words))
for word, tag in tagged sentence:
wn_tag = penn to wn(tag)
if wn tag not in (wn.NOUN, wn.ADJ, wn.ADV, wn.VERB):
continue
lemma = lemmatizer.lemmatize (word, pos=wn_ tag)
if not lemma:
continue

synsets = wn.synsets (lemma, pos=wn_tag)
if not synsets:
continue
synset = synsets[0]
swn_synset = swn.senti synset (synset.name())
sentiment += swn synset.pos score()- swn synset.neg score()
tokens count += 1
if tokens count == 0:
counter += 1
continue
sentiment = sentiment/tokens count

B.Catégorisation de texte

Quand l'algorithme finit de parcourir tous les mots du tweet en entrée, le sentiment du message
sera:

» Si lapolarité est < 0 : le message exprime une opinion négative.

> Sila polarité est >= 0 : le message exprime une opinion positive.

Le pseudo code montré dans 1’algorithme 2 est appliqué pour classifier les tweets :

Algorithme 2: Mesure de polarité

if sentiment_score>= 0:
Return "Possitive"
else:

Return "Negative"

Le tableau suivant montre un exemple de tweets étiquetés :

38



Chapitre 111 Expérimentations & Résultats

Tweet Type Classe
sorr i 1l call later in meeting Positive 1
yeah do don @& t stand to close tho you 14 11 Négative -1
catch something

Table 3- 2 : Exemples de tweets étiquetes.
En fin de traitement, nous obtenons un datatset composé de 9423 tweets annotés
dont7og1tweets positifs et 2332 négatifs.
3.5.2.2  Annotation via un dictionnaire donné
Le dictionnaire choisi est constitué de mots subjectifs, considérés comme des références
universelles. Dans ce dictionnaire, une polarité est associée a chacun des mots. Quel que soit le
contexte dans lequel il sera inséré, le mot devrait ainsi avoir toujours la méme polarité. On donne
ensuite au document un score d’opinions en fonction de la présence de mots issus de ce dictionnaire
dans le texte.
Ce dictionnaire est constitué d’un lexique de plus de 8221 mots.
A. Extraction des polarités et calcul du score :
A partir de I'étape de prétraitement, les jetons (les mots) du texte d'entrée sont obtenus, et
Chaque mot est recherché dans le dictionnaire, si le mot n'est pas trouvé, il est rejeté et le mot
suivant est recherché. Si le mot se trouve dans le dictionnaire, la polarité de ce mot est tirée du

dictionnaire (positive, négative ou neutre).Le score de sentiment du terme est calculé comme suit :

v" Si la polarité du mot est positive, retourne un 1.
v Sila polarité du mot est négative, retourne un -1.
v Sila polarité du mot est neutre, retourne un 0.

Le score du sentiment pour un texte (t) est déterminé en utilisant 1’équation suivante :

Zw-Ep score (Wi)dim
score(t) gim = — oy

Ou score(t) gim st le score du textet dans la dimension sentiment de dim (dim est positif, négatif
ou neutre) tandis que score(w;)qim €St le score de sentiment du terme w; en t(mentionné au-
dessus), et [m|est le nombre de termes en ttrouvés dans le dictionnaire.

B. Catégorisation de texte

Une fois que nous avons le score de sentiment textuel, la polarité du texte sera:

v Sile score est >= 0.2 : le tweet exprime une opinion positive (non harcélement).
v Sile score est < 0.2 et le score est > -0.5: le tweet exprime une opinion neutre (état neutre).

v Si le score est<=-0.5 : le tweet exprime une opinion négative (harcélement).
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L utilisation de sent_dictionner se résume par I’algorithme2 suinant :

def senti dictionare (text):
start time = time.time ()
counter = 0

print (":: EF ::")
print ("Processing please wait...")

print ("=== === =\n\n")
for j in dataset:
tweet token = j
#print (tweet token)
token = word tokenize (tweet token)
sumnum = 0
sum word = 0
for t in token:
for d in y:
if t == dJ[0]:
sentiment = d[1]
if sentiment == "positive":
sumnum += 1
sum word += 1
elif sentiment == "negative":
sumnum += -1
sum word += 1
else:
sumnum += 0
sum_word += 1

break
if sum word != 0.0:
sum more = sumnum / sum_ word

if sum more >= 0.2:
sum more = 1

elif (sum more < 0.2) and (sum more > -0.5):
sum more = 0
elif sum more <= -0.5:
sum _more = -1
else:
print (ME A KK

Le tableau suivant montre un exemple de tweets étiquetés :

Tweet Polarité
sitting in mu waiting for everyone to get out of my suite so | can take a shower negative
improving the flexibility and co ordination of the health service to better match services and | positive
needs

sitting in mu waiting for everyone to get out of my suite so i can take a shower ignite neutral

Table 3- 3 : Exemples de tweets étiquetés.
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En fin de traitement, nous obtenons un datatset composé de 9469 tweets annotés dont 5711
tweets positfs, 1220 negatifs et 2538 neutres.

3.6Base d’apprentissage :

On considére D = f (Xi ; Yi), N représentent un ensemble de taille N, ou Xi (1, ...... , n) est un
vecteur de caractéristiques (figure 3-3):

> Xi [words] : les tweets prétraites.

> Yi [sentiment] : les tweets annotés (sentiment 1: tweet positif, sentiment -1: tweet négatif et

sentiment O: tweet neutre) .

words sentiment
0 go until jurong point crazy available only in ... 1
1 ok lar joking wif u oni 1
2 free entry in 2 a wikily comp to win fa cup fina... 1
3 u dun s3y so early hor u ¢ already then say 1
4 nah i don t think he goes to usf he lives arou. .. 1
5 freemsg hey there darling t s been 3weeksn . 1
6 even my brother is not like to speakwith me t . -1
7 3s per your requast melle melle oru minnaminun 1
8 winner as 3 valuad network customer you have b... 1
S had your mobile 11 months or more u r entitied. .. 1

Figure 3- 3 :Ecran des tweets et leurs polarités (Approche sémantique).

3.6.1 Analyse de la base d’apprentissage :

L'analyse exploratoire des données est I'une des parties les plus importantes de tout flux de
travail d'apprentissage automatique et le traitement du langage naturel n'est pas différent. Mais
quels outils choisir pour explorer et visualiser efficacement les données textuelles ?

Dans ce mémoire, nous discuterons et implémenterons quelques algorithmes d’apprentissage

automatique :
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Analyse des statistiques de texte

Inputs

Outputs

]

Exploration de Ngram

https

- 5  twitter'®: ok
e Excellent

Wordcloud

Figure 3- 4 :Analyse exploratoire des données pour le traitement du langage naturel.
3.6.1.1  Analyse des statistiques de texte
Les visualisations de statistiques de texte sont des techniques simples mais trés perspicaces.
lls incluent :
v Analyse de la fréquence des mots,
v Analyse de la longueur des phrases,
v Analyse de la longueur moyenne des mots,etc.
Pour ce faire, nous utiliserons des histogrammes (données continues) et des

histogrammes (données catégorielles).

6000 1
5000 1

5000 A
4000 1

4000 A
3000 1

3000 1
2000 1

2000 1

1000 - 1000 -

400 £00 800 0 25 s 75 100 125 150 175

Figure 3- 5 : Analyse statistique.
3.6.1.2  Exploration de Ngram
Les ngrams sont simplement des séquences contigués de n mots. Par exemple, «rive du
fleuve», «Trois mousquetaires», etc., si le nombre de mots est de deux mots, il est appelé bigramme.
Pour 3 mots, il s'appelle Trigram et ainsi de suite. Examiner les n-grammes plus fréqguemment peut

vous donner une meilleure comprehension du contexte dans lequel le mot est utilisé.
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énsure that
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are you
0 1000 200 3000 4000 5000 0 0 100 150 20 250 X0 B0 40
Figure 3- 6 : Exploration de Ngram (ngram, bingram).
3.6.1.3 Mot nuage (Wordcloud)

Keyword Cloud (rarement un Keyword Cloud ou Tag Cloud, Tag Cloud, Word Cloud est

une ou keyword cloud en anglais) est une représentation visuelle des mots-clés (balises) les plus

souvent utilisés dans un document ou un groupe. Généralement des mots sont affichés avec des

tailles et des poids de police Vérifiés qui sont plus simples que de les utiliser en pluriels. Voici des

représentations de mots de ce dataset:

goes point Unnamed abuse dqun
. m OVln already
o hor mental }ar pf[:axibillty g AEHESSIENE
v think ordinationgy nah lives
= available £
S rehabilitat e, W%E:%Sess health
n : arou. _.
2 Sday . Weori o= Eonp pacific
@ usf o ti t : L
jurong godon sentimentsfa fipal 1sla
free SEerfrvices
earl :
y anid crazycolumns

Figure 3- 7 : Dataset du mot nuage.

3.6.14

Analyse de sentiments des fichiers .xlsx

Nous avons prétraité les contenus textuels anglais pour 1’analyse du sentiment. Ce

prétraitement permet d’extraire la polarité des opinions qui s’exprime en négatif et positif d’une

classification binaire et en négatif, neutre et positif dans le cas d’une classification multiple( figure

3-8 & figure 3-9). Les données de sortie que nous avons récoltées sont des tweets accompagnés de

leurs polarités. Ces données vont étre entrainer et tester par la suite a travers nos modeles

d’apprentissage automatique (algorithmes traditionnels & Deep Learning).
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count

Positive

sentiment__Polanty

Negatve

Figure 3- 8 : Annotation via Sentiwordnet : (Positive, Négative).

S000

<000 A

3000

count

2000 A

1000 A

Figure 3- 9 : Annotation via le dictionnaire donné : (Positive, Neutre, Négative).

o
ssenument

3.7Extraction et Présentation des descripteurs

Le processus de classification du texte par des modéles d'apprentissage automatique est

essentiellement le méme que celui utilisé pour la classification d'un autre type de données. La

principale différence, est constituée par le processus de transformation de données pour que celles-

ci puissent étre passées a l'algorithme de classification comme une représentation vectorielle

numérique.

Dans cette transformation, il est nécessaire de faire passer les données du texte pur a une

représentation dans laquelle les documents de texte sont numériquement représentés dans une

matrice que le classifieur peut interpréter. On s’est basé sur la description de tadches du processus de

classification illustré par la figure 3-10, on explique ci-dessous les différentes étapes de

prétraitement du texte

[ L
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/

Lemmatisation
N J

Tokenisation
g
| StopWords |
$
Stemming
4

s

N

Representation
vectorielle du texte

3

Transformation des
caractéristiques

\

J

[

Classifier

Algorithme
d’apprentissage

Figure 3- 10 : Extraction et présentation des descripteurs

3.7.1 Tokenisation

Dans cette partie, I'opération de Tokenisation est I'acte de décomposer une séquence de

chaines en morceaux tels que des mots, des mots-clés, des phrases, des symboles et d'autres

éléments appelés jetons (tokens). Dans le processus de tokenisation, certains caractéres comme

les signes de ponctuation sont ignorés.

Les jetons deviennent l'entrée d'un autre processus comme l'analyse syntaxique et

I'exploration de texte. La tokenisation joue un r6le important dans le processus d'analyse

lexicale.

Exemple :

In [24]: word_tokens - word_tokenize(dataset[e])
print{ward_tokens)

[‘over', ‘3", 'decade’, 'for', 'before’, 'it',
gislature’, 'ground’, 'as', 'edmontonians', 'spoke', ‘out', 'at’, 'the', 'rally’]

e, '8,

'hashtag', 'earlier', 'today’, ', 'was', 'on', 'alberts’

!SJ‘

e

Figure 3- 11:Tokenisation

3.7.2 StopWords

Dans ce cas, nous effectuons une suppression des mots qui n'influent pas sur I'opinion exprimee

dans le message et qui, de plus, augmente considérablement et inutilement le nombre de mots dans

le vocabulaire. Ces mots sont :

e Les conjunctions de coordination (for, and, nor, but, or, yet, so).

e Les determinants (a/an, the, this, that, these, those).

e Les prepositions (at, in, to).
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Pour cibler et éliminer les mots vides, nous avons importé une liste des mots les plus
fréquemment utilisés a partir de NLToolkit au début avec de nltk.corpus import stopwords. Apres
exécuter stopwords.word (insérer la langue) pour obtenir une liste compléte pour chaque langue.

Exemple:

In [33]: filtered_text = [word for word in word_tokens if word not in stop_words)
print(filtered_fext)

['decade’, 'hashtag', 'earlier', 'today', 'alberta’, 'legislature’, 'ground’, 'edmontonians', 'spoke’, ‘rally')

Figure 3- 12 : Exemple de stopWord.
3.7.3 LalLemmatisation

La lemmatisation est I'étape qui désigne I'analyse lexicale chargée de faire regrouper les mots
d'une méme famille qui partagent le méme suffixe lexical. Chacun des mots du texte se trouve ainsi
réduit en une entité appelée « Lemme ». Ce lemme désigne la forme canonique des mots. La
lemmatisation regroupe les différentes formes que peut avoir un mot.

Par exemple, un nom en pluriel va étre réduit au singulier, un verbe a son infinitif, etc. La
lemmatisation est étroitement liée a la racinisation. La différence est qu'un stemmer fonctionne sur
un seul mot sans connaissance du contexte, et ne peut donc pas faire la distinction entre des mots
qui ont des significations différentes selon la partie du discours. Cependant, les stemmers sont
généralement plus faciles a implémenter et a exécuter plus rapidement, et la précision réduite peut
ne pas avoir d'importance pour certaines applications. La normalisation des verbes est une forme de
la lemmatisation.

Examples of lemmatization:

In [32]: lemmas = [lemmatizer.lemmatize(word, pos ='v') for word in word_fokens)
print{lemmas

[‘over', 'a', 'decade’, 'for', 'before’, 'it', 'be', 'a', 'hashtag', 'earlier', 'today’, 'i', 'be', 'on', 'alberts’, 's', 'legd
slature', 'grind’, 'as’, 'edmontonians', ‘speak’, 'out', 'at’, 'the’, 'rally']

Figure 3- 13 : Exemple de lemmatisation.
3.7.4 Partie du marquage de la parole (POST)
Chague mot du tweet a son rdle syntaxique qui définit comment le mot est utilisé. Ces roles
syntaxiques font partie du discours lié a ce mot. En anglais, il y a huit parties du discours qui sont

connues comme le verbe, le nom, le pronom, 1’adjectif, I'adverbe, la préposition, la conjonction et

I'interjection.
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Le processus consistant a classer les mots dans leurs parties du discours et a les étiqueter, en
conséquence est connu sous le nom de marquage de partie de discours. On a utilisé des
bibliotheques externes pour la segmentation des mots.

Dans la figure suivante, le prétraitement d'un exemple de texte :

improving the flexibility and co ordination of the health service to better match
services and needs

‘ Tokenisation

improving | | the  flexibility | and co @ ordination = of | the

health service to better match services and needs

StopWords

improving flexibility co | ordination

health service better | match services and | needs
‘ Stemming \ Lemmatization

improv flexibil co ordin ' health servic

better | match servic need

Figure 3- 14: Exemple global de prétraitement du texte

3.7.5 Représentation vectorielle du texte

Le texte original peut étre vu comme une séquence de mots. Ce type de représentation est
actuellement incompréhensible pour les algorithmes d'apprentissage automatique qui ont besoin de
recevoir des représentations vectorielles numériques des entités a classer. La représentation
vectorielle consiste a transformer chaque document en une séquence de nombres, dans laquelle
chaque nombre correspond a un mot du vocabulaire de I'ensemble des documents ou corpus.

Pour transformer les documents de texte en vecteurs, on produit d'abord un vocabulaire avec
tous les mots contenus dans les textes de I'ensemble d'entrainement. On produit en suite une matrice
numérique dans laquelle chaque ligne correspond a un des documents de texte et chaque colonne
correspond a un mot du vocabulaire du corpus. Si le mot n'apparait pas dans le document, on lui
assigne le nombre 0. Par contre, s'il apparait, on peut lui assigner le nombrel, ou celui
correspondant au total de fois que le mot apparait dans le document. Cette derniére matrice s'appelle

la matrice de fréquences.
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La matrice numérique résultante peut étre passée alors a I'algorithme de classementqui sera
capable de l'interpréter et de travailler avec elle. Cette représentation est aussiappelée le sac de mots
(bag of words). Le tableau illustre ce processus:

Document/ | improving =mental | health | services | national @ priorities | have @ been | set
Word

improving 1 1 1 1 0 0 0 0 0
mental health
services
national health 0 0 1 0 1 1 1 1 1
priorities have
been set

Table 3- 4 : Exemple de BOW

3.7.6 La transformation des caractéristiques

D'une part, on peut penser qu'il pourrait étre judicieux de faire une représentationnumérique
qui accorde plus d'importance aux mots dont la fréquence est haute dans lacatégorie a laquelle ils
appartiennent et basse dans les autres catégories, en vue de pondérerla valeur numérique de chaque
mot selon l'information qu'elle apporte pour le classement.Aussi, c'est I'effet produit par la
pondération TF-IDF, introduite par [38], qu'on utilisera dansla partie pratique de notre recherche. Il
y a par ailleurs d'autres pondérations possibles commele X2, le Xp2, le gini index, et le gain
d'information, expliquées par [39], qui permettent ausside capturer cette sorte de relations entre
mots et documents.

Dans cette étape, nous considérons les termes restant apres I'étape de prétraitementcomme
descripteurs. Ces descripteurs ont un role important pour le classement dessentiments. Pour réaliser
I'opération d'apprentissage, nous avons proposé deuxreprésentations : Le modele de représentation
Word Embedding et le modele de pondérationTF-1DF.

3.76.1  Term Frequency - Inverse Document Frequency (TF-IDF)

Le modele de pondération TF-IDF (Term Frequency - Inverse Document Frequency) dans le
modele vectoriel, un document est représenté sous forme d'un vecteur dans un espace engendré par
tous les termes d'indexation. La dimension de cet espace est le nombre de termes d'indexation de la
collection de document. Les coordonnées d'un vecteur document sont les poids des termes d'index
dans ce document. Un poids plus important est donné aux mots caracteristiques d'un document
présenté sous forme d = (w1, w2, w3, ..., wn).

Dans, un premier temps, il est nécessaire de calculer la fréquence d'un terme (TF).
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Celle-ci correspond au nombre d'occurrences de ce terme dans le document considéré. Ainsi,pour le
document dj et le terme ti, la frequence du terme dans le document est donnée parl'équation

suivante

IDF; = log(%)

1((6(‘}'

D représente le nombre total de documents dans le corpus.
dj: tiedj: est le nombre de documents dans lesquels le terme ti apparait.

Enfin, le poids s'obtient en multipliant les deux mesures :

TFI‘ — IDFEJ‘ — TF,‘_J.‘ * IDFE

3.7.6.2 Incorporation de mot

L'incorporation de mot, ou "Word Embedding”, est essentiellement une forme de
représentation de mots qui relie la compréhension humaine du langage a celle d'une machine. Il
désigne un ensemble de techniques de Machine Learning qui visent a représenter les mots ou les
phrases d’un texte par des vecteurs de nombres réels, décrits dans un modele vectoriel.

Ces nouvelles représentations de données textuelles ont permis d’améliorer les performances
des méthodes de traitement automatique des langues, comme le Topic Modeling ou le Sentiment
Analysis.

Le Word Embedding repose sur la théorie linguistique fondée par Zelling Harris etconnue
sous le nom de Distributional Semantics. Cette théorie considére qu’un mot estcaractérisé par son
contexte, c’est a dire par les mots qui I’entourent. Ainsi, des mots quipartagent des contextes
similaires partagent également des significations similaires. Les algorithmes de Word Embedding
sont le plus souvent employés pour décrire des mots a travers de vecteurs numériques, mais ils
peuvent également étre utilisés pour construire des représentations vectorielles de phrases entieres,
de données biologiques comme les sequences d’ADN, ou encore des réseaux représentés comme

des graphes.

3.8La classification des tweets

IIs existent plusieurs méthodes de classification supervisée et beaucoup d’entre elles ont été
testés pour la catégorisation des sentiments. On peut citer les réseaux de neurones, la régression
logistique, les arbres de décision, les machines a support de vecteurs, les réseaux de neurones
convolutifs, les réseaux de neurones récurrents ainsi que des méthodes combinant différents

classifieurs.
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3.8.1 Train et test
Le fractionnement train-test est une technique permettant d'évaluer les performances d'un
algorithme d'apprentissage automatique.
e Ensemble de données de train : utilisé pour s'adapter au modéle d'apprentissage
automatique.
e Jeu de données de test: utilisé pour évaluer le modéle d'apprentissage automatique
d'ajustement
Vous devez choisir un pourcentage fractionné qui répond aux objectifs de votre projet en tenant
compte des éléments suivants:
e Co(t de calcul de la formation du modeéle.
e Co(t de calcul lors de I'évaluation du modéle.
e Représentativité de I'ensemble de formation.
e Représentativité de I'ensemble de test.
Les pourcentages de fractionnement courants comprennent:
e Train: 80%, Test: 20%
e Train: 67%, Test: 33%
e Train: 50%, Test: 50%
Pour applique le pourcentage de fraction courante de classement Train : 80%, Test: 20%

pour les code et résultat parmi les model bag of word comme suit :

X train, X test, y train, y test = train test split(df['words'], df['sent

iment'], test size=0.2, random state=1l)

Dataset Traim set Test set Positive MNegative

Shape 04273 (7538,) (1885,) 7078 2345

3.8.2 Quelques algorithmesde ML

v Naive baise (MultinomialNB)
50
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1 $nbTrain
2 from sklearn.metrics import average_precision_score
3 from sklearn.naive_bayes import Multinomialie

4 from sklearn.metrics i"::r’t accuracy_score, precision_score, recall_score, f1_5core, roc_auc_score

5 start_timenb = fime.time()

6 ti=Tfidfvectorizer()

7 train = tf.fit_transform{x_train)

& test = tf. transform(X_test).toarray()
% gctual = y_test

18 nb = MultinomialNe()

Lomelg)

v Machine a vecteurs de support

'_'h

#Tsvm
from sklearn.svm import SvC
start_timesvm = time.time()

train_2 tf.fit_transformi{X_traim)
actual2 yv_test

test 2 = tf.transform{X_test).tocarray()
W SWC)

W svc.fit{train_2, v _train)

e L e e e T e L

COLY TR R T ¥ & T S Wy
I I
([l

Ja

v" Decision tree :

#datree
from sklearn import tree
start_timedt = time.time(}

|_'|

train_1 tf.fit_transform{X_train)
actuall v _test
test_1 = tf.transtorm{X_test).tocarray()

L I 1 T ¥ R Oy W [y X |

2 ditree = tree.DecisionTreseClassiftier()
S dtree = diree.fit{train_1, y_traim)
18 predictionl = diree.predict{test_1)
11 it;'l.."-"lll""?—l."‘nl

v K neighbors classifier
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1 #xnh

2 from sklearn.neighbors import KMeighborsClassifier
2 start_timekn = time.time()

S train_3
& actuals

= tf.fit_transform{¥_train)
y_test

7 test_3 = tf.transform(X_test).toarray()
& kn = KNeighborsClassifier{n_neighbors=1}

% kn = kn.

fit(train_3, y_train)

18 prediction? = kn.predict(test_3)

v" RNN-Lstm de deep learning

1 def RMN():

2 inputs = Input(name="inputs',shape=[max_len])
3 layer = Embedding(max_words,5@,input_length=max_len) (inputs)
4 layer = LSTM({64)(layer)

5 layer = Dense(256,name="FC1"')(layer)

6 layer = Activation('relu')({layer)

7 layer = Dropout(@.5){layer)

8 layer = Dense(l,name="ocut_layer'){layer)

9 layer = Activation('sigmoid')(layer)
1@ model = Model(inputs=inputs,outputs=layer)
11 return medel

3.9Evaluation des résultats

3.9.1 Matrice de Confusion

Dans cette partie, nous présentons les résultats des algorithmes classiques de ML:

Total des lignes de test est de 1885.

Modéles Features TP TN FP FN
classiques
n_gram 1438 15 0 437
MultinomialNB Bi_gram 1390 73 43 379
Tri_gram 1411 30 22 422
M
n_gram 279 279 169 173
Decision tree Bi_gram 1254 189 179 263
Tf Tri_gram 1356 93 77 359
- n_gram 1409 192 14 250
DF
SVM Bi_gram 1392 106 41 346
Tri_gram 1398 62 35 390
—
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n_gram 1408 111 25 341
KNN Bi_gram 1296 176 137 276
Tri_gram 1365 80 68 372

Table 3- 5 : Résultats des classifieurs via la matrice de confusion.

3.9.2 Résultats de I’apprentissage automatique via sentiwordnet

Malgré la répartition assez inégale des sentiments (positive pour la grande majorité), le
systeme parvient néanmoins a réaliser des résultats plutdt convaincants.

Afin d’appuyer les propos ci-dessus, les tableaux suivants contiennent les différents résultats

avec les classifieurs classiques avec TF-IDF :

Modeéles Features Accuracy | Precision Recall F-measures
classiques
n_gram 76.87 76.63 100 86.76
MultinomialNB Bi_gram 77.61 82.66 96.99 86.82
Tri_gram 76.44 76.97 98.46 86.40
n_gram 83.34 87.47 89.67 88.55
Decision tree Bi_gram 76.55 82.66 87.50 85.01
TF Tri_gram 76.78 79.06 94.62 86.14
- n_gram 85.35 84.51 99.02 91.19
DF
SVM Bi_gram 79.46 80.09 97.13 87.79
Tri_gram 77.45 78.18 97.55 86.80
n_gram 80.58 80.50 98.25 88.49
KNN Bi_gram 78.09 82.44 90.43 86.25
Tri_gram 76.58 78.58 95.25 86.11

Table 3- 6 : Résultats des classifieurs classiques+ TF-IDF sur les tweets

ModeélesDeepLearning Features Accuracy

LSTM (RNN) Word Embedding 82.40%

Table 3- 7 : Résultats des classifieurs DL + Word Embedding sur les tweets
1) Le classifieur Multinomial NB utilisant les différents d-grammes (Uni-, Bi- et
Tri_grams) atteint un tres bon niveau de Accuracy de 77.61% et un trés bon niveau de Précision
82.66% avec utilisant des bigrammes, un tres bon niveau de Recall 100% utilisant des n_ngram, un

tres bon niveau de score F1 86.82% utilisant des Tri_grams.
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2) Le classifieur Decision tree atteint un tres bon niveau de Accuracy de 82.38% et un trés
bon niveau de Précision 87.47%, et un tres bon niveau de score 88.55% tout utilisant des n_ngram,
un trés bon niveau de Recall 94.62% utilisant des Tri_grams.

3) Le classifieur SVM atteint un tres bon niveau de Accuracy de 85.46% et un trés bon
niveau de Précision 84.51% et un trés bon niveau de Recall 99.02% et un trés bon niveau de score
F1 91.19% utilisant des n_ngram.

4) Le classifieur KNN atteint un tres bon niveau de Accuracy de 80.58% et un trés bon
niveau de Précision 82.44% utilisant des bigrammes, un trés bon niveau de 98.25% etun tres bon
niveau de score F1 88.49% utilisant des Unigrammes.

5) Le classificateur LSTM-RNN sans élimination des mots fonctionnels, avec le Word
Embedding a obtenu le meilleur résultat de Accuracy 82.40% surperformant le résultat des
autres classifieurs.

Nous avons pensé a tester les performances de notre systéme sur corpus, pour cela on a lancé
I’apprentissage sur tout le systeme.
En générale, la fonction Unigrammes et l'inclusion des mots fonctionnels ont obtenu les

meilleurs résultats de précision dans tous les classifieurs.

Training and validation accuracy Training and validation loss
0.450

0.89
- 0425
- 0.400
086 0375
e —— Training loss
085 B350 —— Validation loss
0.84 0325
0.83 0.300
0.82 —Traininc_:a\ 0.275 \

— Validation acc '-

100 125 150 175 200 225 250 275 300 100 125 150 175 200 225 250 275 300

Figure 3- 15 : Résultats moyens de performance sentiwordnet des classifieur RNN-Lstm.
3.9.3 Résultats de ’apprentissage automatique via le dictionnaire donné
Le tableau suivant contient les résultats de 1’analyse des corpus proche lexicale :
Modéles Features Accuracy  Precision Recall F-measures

classiques

n_gram 63.30 72.20 36.66 32.06
MultinomialNB Bi_gram 63.93 64.74 41.07 40.43



Chapitre 111 Expérimentations & Résultats

Tri_gram 62.24 61.55 37.34 34.43
n_gram 65.78 57.19 55.11 56.0
Decision tree Bi_gram 61.77 52.09 47.94 49.19
TF Tri_gram 60.82 48.44 38.80 37.78
- n_gram 72.22 76.14 53.16 55.78
DF
SVM Bi_gram 65.99 67.36 44.93 46.30
Tri_gram 62.77 58.30 38.45 36.35
n_gram 65.57 63.31 44.64 45.64
KNN Bi_gram 51.63 50.10 48.20 45.69
Tri_gram 42.92 52.45 43.19 36.34

Table 3- 8 : Résultats des classifieurs classiques+ TF-IDF sur les tweets.

ModélesDeepLearning Features Accuracy

LSTM (RNN) Word Embedding 62.2%

Table 3- 9 : Résultats des classifieurs DL + Word Embedding sur les tweets.

1) Le classifieur MultinomialNB utilisant les différents d-grammes (Uni-, Bi- et
Tri_grams) atteint un trées bon niveau de Accuracy de 63.93% et un tres bon niveau
deRecall41.07% et trés bon niveau de score F1 86.82%avec utilisant des bigrammes,un trés bon
niveau de Précision82.66%utilisant des n_ngram.

2) Le classifieurDécision treeatteint un trés bon niveau de Accuracy de 65.78% et un tres
bon niveau de Précision57.19%,et un trés bon niveau de score 55.11% et un trés bon niveau de
Recall 56%tout utilisant des n_ngram.

3) Le classifieur SVMatteint un tresbon niveau de Accuracy de 72.22% et un trés bon
niveau de Précision76.14% et un trés bon niveau de Recall53.16% et un tres bon niveau de score F1
55.78% utilisant desn_ngram.

4) Le classifieur KNNatteint un trés bon niveau de Accuracy de 65.57% et un trés bon
niveau de Précision63.31%utilisant des Unigrammes,un trés bon niveau de 48.20% etun tres bon
niveau de score F1 45.69%utilisant des bigrammes.

5) Le classificateur LSTM-RNN sans élimination des mots fonctionnels, avec le Word
Embedding a obtenu le meilleur résultat de Accuracy 62.2% surperformant le résultat des

autres classifieurs.
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Training and validation accuracy i Training and validation loss
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Figure 3- 16 : Résultats moyens de performance dictioner des classifieur RNN-Lstm.
Selon les résultats obtenus, et grace a accuracy, nous concluons que les algorithmes ML
pourl’annotation sémantique via sentiwordnet obtiennent les meilleures performances par rapport a
cequ'ils ont réalis¢ dans 1’annotation via dictionnaire donné, ce qui nous prouve la
précision,lI'exactitude et I'efficacité de l'utilisation de I'approche sémantique pour analyser une
grande quantitéde données afin de déduire les sentiments positfs qui ont été exprimes.

Nous constatons également que le modéle de DL le RNN et SVM surpassent les autres
algorithmes. Comme nous pouvons 1’observer dans la table 3-7, pour notre dataset, ces deux
classificateursdonnent de bonnes performances et ilssont tres précis et prédientt tres bien parmi
tous.

Cela nous montre 1’avantage de 1’application d’une approche DL dans ce type de taches
d’analyse de sentiments et la bonne performance que nous obtenons par rapport aux algorithmes
ML traditionnels.

Les résultats que nous avons obtenus sont trés intéressants et tres prometteurs et

montrent que notre systeme est tres performant et trés compétitif dans son domaine.

3.10 Conclusion

Dans ce chapitre, nous avons présenté les méthodes utilisées pour traiter les données
préalablement extraites de Twitter, et les expériences effectuées sur les données analysées. Nous
avons également vu les différentes étapes pour faire une représentation vectorielle du document
textuel (.xIs) (tokenisation, stemming, élimination des mots vides, vectorisation et Transformation),
et discuter les résultats de l'analyse de ce dataset. Nous avons constaté que les algorithmes
d'apprentissage en profondeur et le SVM dépassent les autres algorithmes classiques et donnent des

résultats tres intéressants.
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Conclusion générale

Dans ce mémoire, nous avons présenté en détail les aspects théoriques et pratiques liés a
I’implémentation de notre application d’analyse de sentiments pour les tweets violants. 11 s’agit
donc de la classification automatique des textes de tweets en trois classes : positive, négative ou
neutre via les algorithmes traditionnels et en profondeur de ML en passant par une ressource
lexicale externe (dictionnaire donné ou SentiWordnet) pour la phase de prétraitement des données
originales.

Le potentiel de l'utilisation du big-social data "Twitter" comme outil de mesure et de
prédiction de la violence verbale a été soigneusement démontré et les expérimentations menées ont
permis de valider notre application. Les expériences faites ont montré que plus le niveau d'analyse
est profond plus les résultats sont spécifiques.

Nous venons donc de réaliser un outil permettant de classifier si un texte est injurieux ou
non. Cela peut pourrait étre utile sur les plateformes d’échanges de tweets, de commentaires, ... des
grands réseaux sociaux pour lutter contre le harcélement moral qui peut se présenter sous diverses
formes.

Ce travail nous a permis de mettre plus en pratique nos connaissances théoriques sur les
algorithmes traditionnelles de ML et les réseaux de neurones ainsi que de les enrichir, et le plus
important est que nous fassions le premier pas vers I’apprentissage profond, un des champs les plus
importants de I'Intelligence Artificielle.

Parmi les orientations futures:

- Assemblage (hybridation/combinaison) des modéles de ML doit étre une forme de technique
d'algorithmes de méta-apprentissage dans laquelle nous proposons de combiner différents
classificateurs afin d'améliorer la précision de la prédiction.

- Tester l'outil implémenté sur d'autres jeux de données (emojis, images, videos...) et sur
d'autres plateformes comme facebook, youtube ou autres.

- Application d’autres classificateurs et utilisation d’autres fonctionnalités.

- Création d'un lexique orienté violence verbale.
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Résumé :

Notre projet de fin d'études porte sur une analyse textuelle d'une collection de tweets préalablement
collectés et contenant de la violence verbale et plus particulierement le harcelement. Donc, notre
objectif a travers ce travail est de déceler automatiquement les caractéristiques du discours violent
analysant notre corpus en se basant sur deux domaines de recherches: I'analyse des sentiments et leurs
techniques de classification. D’aprés notre analyse du corpus, nous avons constaté que la violence
verbale est pertinente dans 1’ensemble des tweets, autrement-dit, les utilisateurs du big social data
Twitter interagissent violemment entre eux. En tant qu’une solution a cette problématique, nous
abordons le probléeme de I'analyse des sentiments sur un ensemble de tweets en passant par une
ressource lexicale linguistique externe (dictionnaire donneé ou SentiWordnet) pour la phase de
prétraitement et en utilisant un certain nombre de modeles d'apprentissage automatique traditionnel et en
profondeur pour la classification. Il s'agit donc de la classification automatique de tweets en tweets
harcelés et tweets non harcelés. Le Deep Learning, approche incontournable en Machine Learning,
s’avere particulierement utile et performant pour cette classification.

Mots-clés: Extraction de texte, Analyse des sentiments, polarité, apprentissage automatique,
Twitter.
Abstract:

Our end of studies project concerns a textual analysis of a collection of tweets previously collected and

containing verbal violence and more particularly harassment. Therefore, our objective through this

work is to automatically detect the characteristics of the violent speech analyzing our corpus based on
two areas of research: the analysis of feelings and their classification techniques. Based on our analysis
of the corpus, we found that verbal abuse is relevant across all tweets — that is, users of Twitter big
social data interact violently with each other. As a solution to this problem, we tackle the problem of
analyzing feelings on a set of tweets by going through an external linguistic lexical resource (given
dictionary or SentiWordnet) for the preprocessing phase and using a number traditional and deep
machine learning models for classification. This is therefore the automatic classification of tweets as
harassed tweets and non-harassed tweets. Deep Learning, an essential approach in Machine Learning,
is particularly useful and efficient for this classification.

Keywords: Text mining, Sentiment analysis, polarity, machine learning, Twitter.
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