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Résumé

Les systemes de recommandation (SR) sont utilisés pour aider les gens a réduire le temps
qu'ils passent a découvrir les articles qui les intéressent. Le filtrage collaboratif (FC) est I'une des
techniques les plus efficaces en SR. La rareté des données rend le résultat de la recommandation

inexact.

Dans ce travail, nous utilisons une méthode de classification évolutive, ou le but est de
regrouper les utilisateurs qui posseédent un intérét similaire dans le méme cluster et de

recommander des items aux utilisateurs qu'ils pourraient aimer.

Au préalable, la distance d'attribut utilisateur est calculée, selon le modéle de clustering de
réseau construit, ou les états des utilisateurs évoluent avec le temps. Les états des utilisateurs
seraient stables aprés une certaine période d'itération. A la lumiére des états stables des

utilisateurs, ces derniers sont regroupés en plusieurs groupes (cluster).

Deuxiémement, nous remplissons la matrice de notation en fonction du temps de notation et
du genre de films. Troisiemement, le filtrage collaboratif basé sur l'utilisateur est adopté dans
chaque cluster. Les similarités entre les utilisateurs uniquement dans le méme cluster sont

calculées avec la matrice remplie.

Enfin, I'évaluation (note) cible est calculée en fonction de I'ensemble voisin des utilisateurs, et
les N items les plus intéressés sont recommandés a l'utilisateur cible. Grace aux expériences et
par rapport aux algorithmes de recommandation existants, l'algorithme adapté améliore la
précision de la recommandation et résout efficacement les problémes de manque de données et

de démarrage a froid.



Abstract

Recommendation systems (SR) are used to help people reduce the time they spend
discovering the articles that interest them. Collaborative filtering (FC) is one of the most
effective techniques in SR. The scarcity of data makes the result of the recommendation

inaccurate.

In this work, we use an evolutionary classification method, where the goal is to group together
users who have a similar interest in the same cluster and recommend items to users they might
like.

Beforehand, the user attribute distance is calculated, based on the constructed network-clustering
model, where user states change over time. User states would be stable after a certain iteration

period. In light of the stable states of the users, they are grouped into several groups (cluster).

Second, we fill in the rating matrix based on rating time and genre of movies. Third, user-
based collaborative filtering is adopted in each cluster. Similarities between users only in the

same cluster are calculated with the matrix filled

Finally, the target assessment (score) is calculated as a function of the neighboring set of
users, and the N most interested items are recommended to the target user. Based on experiences
and compared to existing recommendation algorithms, the adapted algorithm improves the
accuracy of the recommendation and effectively resolves the issues of lack of data and cold start.
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Introduction Générale

Introduction Générale

Parmi les domaines de recherche principaux relatifs a la problématique de surcharge et de
richesse d’informations disponibles nous citons le domaine de la recherche d’information, dont
le principe général est d’élaborer des méthodes et des algorithmes afin de rechercher des
ressources (par exemple, des pages web, des films, des produits) en fonction de requétes
formulées par des utilisateurs. Il n’est cependant pas toujours évident pour un utilisateur de
savoir comment exprimer sa demande. De plus, sa requéte correspond généralement a une
quantité importante de ressources et il est difficile de savoir quels résultats lui présenter en
premier, d’autant plus que d’un utilisateur a I’autre, I’ordre de priorité peut changer.

Un autre domaine de recherche relatif a cette problématique est le domaine des systemes de
recommandation (SR). Ces systemes sont capables de fournir des recommandations adaptées aux
préférences et aux besoins des utilisateurs. Ils se sont avérés étre tres satisfaisants pour aider les
utilisateurs a accéder aux ressources désirées dans un temps limité, les SR sont devenus de plus
en plus populaires et sont aujourd’hui un composant principal pour beaucoup d’applications dans
différents domaines. Un avantage trés conséquent des systemes de recommandation est que
I’utilisateur n’a pas besoin de formuler de requétes. Sa seule requéte est implicite et elle peut se
traduire par : "Quelles sont les ressources qui correspondent a mes préférences, mes besoins et
mes contraintes ? "',

Le filtrage collaboratif (FC) est I'une des techniques SR les plus fréquemment utilisées [1,2].
L'algorithme doit calculer la similarité entre l'utilisateur cible (ou item) et tous les utilisateurs (ou
items). Avec l'augmentation des utilisateurs et des items, la rareté des données et la faible
expansibilité sont les facteurs clés qui affectent la qualité du systeme de recommandation. Afin
de résoudre ces problémes et de trouver avec précision les utilisateurs voisins, une technologie
de clustering est utilisée pour optimiser l'algorithme de filtrage collaboratif. Les approches
basées sur le clustering offrent une alternative aux méthodes basées sur des modéles. Au lieu de
décomposer la matrice de notation en matrices de petits rangs, ces approches ont réduit I'espace
de recherche en regroupant des utilisateurs ou des items similaires [3]. Il existe des algorithmes
de clustering non hiérarchiques bien connus, a savoir le k-means et la méthode floue c-means. Le
clustering comprend principalement les étapes suivantes : pré-traitement des données; la

fonction de distance pour mesurer la similarité entre les objets ; obtenir le cluster.

',



Introduction Générale

La technologie de clustering peut améliorer I'évolutivité du filtrage collaboratif [4]. La
technologie de remplissage matriciel a été largement utilisée dans de nombreuses taches
d'exploration de données. Dans le systtme de recommandation, le nombre d'utilisateurs et
d'items est tres important. Cependant, chaque utilisateur évalue seulement quelques items, et
chaque item n'est noté que par trés peu d'utilisateurs. En conséquence, les données de notation
sont extrémement rares, ce qui entraine une erreur lors du calcul des similarités entre les
utilisateurs et les items, ce qui affecte gravement la précision de la prédiction [5]. Le fait de
remplir les notes inconnues est le moyen le plus direct de densifier les données éparses et
d'améliorer ainsi les performances du clustering. Il est crucial de sélectionner un algorithme de
remplissage approprié [6]. De nombreux chercheurs ont profité de I’utilisation de I'approche de
remplissage des données. Cette approche reste un moyen simple et efficace pour améliorer I'effet
de calcul de la similarité. Dans ce travail, nous adoptons un modeéle de clustering évolutif
dynamique basé sur la distance des attributs utilisateur par rapport aux utilisateurs de cluster.
Nous remplissons la matrice de note (utilisateur-item) avec les notes prédites par le temps de
notation et les items a contenu multiple. De plus, nous utilisons la matrice remplie pour calculer
la similarité des utilisateurs qui sont dans le méme cluster. Ensuite, les k plus proches voisins
sont générés pour prédire les notes. Enfin, les items N-top sont recommandés a I'utilisateur cible.

Le manuscrit est organisé de la fagon suivante :

Chapitre 1 : les systéemes de recommandation personnalisée

Nous présentons au sein de ce chapitre un état de I’art sur les systémes de recommandation,

tels que leurs principes, fonctionnements et caractéristiques, ainsi que nous énoncons les

différents types de filtrage.

Chapitre 11 : Les méthodes de Clustering

Le deuxieme chapitre concerne les principales méthodes de clustering. Il présente les origines, le
principe de fonctionnement, I’architecture générale de ces méthodes, ainsi que leurs avantages et
inconvénients. Il présente aussi les systemes de recommandation a base de clustering.

Chapitre 111 : Proposition et évaluation
Dans ce chapitre, nous mettons notre proposition qui essaie de répondre a la problématique
posée et d’améliorer le traitement et le résultat de systéme de recommandation ce qui permet a

moyen terme d’accroitre la satisfaction de [’utilisateur, et de garantir sa fidélisation

i
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Chapitre I : Les systemes de recommandation
personnalisée

1. Introduction :

Nous sommes confrontés souvent a faire des choix, tel que se vétir ? Quel film
regarder ? Quel article acheter ? Que visiter en période de voyage ?
La taille de ces domaines de décision est trés souvent grande. Par exemple, Netflix disposait en
2019 de plus de 50,000 films dans sa base de données et 8,8 millions de nouveaux abonnés [7],
et ce nombre ne cesse de croitre au fil des années. La liste des possibilités qui s’offrent a nous est
donc en général de tres grande taille. L’évaluation de ces possibilités pour trouver ce qui nous
convient le plus est une tache difficile et peut consommer beaucoup de notre temps.
Dela, Un systeme de recommandation personnalisé a pour objectif d’apprendre les golts et les
préférences d’un utilisateur donné afin de lui recommander par la suite les items susceptibles de
I’intéresser. En fait, c’est un systeme de traitement de I’information qui exploite les différents

types de données pour établir des recommandations a partir de sélection dans leur catalogue.

Ce chapitre décrit de facon détaillée le contexte de notre travail. Nous présentons la théorie
des systemes de recommandation, ses origines, les concepts de base et notions liées, sa
formalisation, les différentes approches et problémes liés aux méthodes classiques et nous

terminons par la présentation des approches hybrides.

2. Définition et fonctionnement des systémes de recommandations :

Le Systeme est capable de fournir des recommandations personnalisées ou permettant de guider
I’utilisateur vers des ressources intéressantes ou utiles au sein d’un espace de données important.
Mais il existe une définition générale [8] qui les définit comme suit :

"Des systemes capable de fournir des recommandations personnalisées permettant de guider
I’utilisateur vers des ressources intéressantes et utiles au sein d’un espace de données important".
L’ensemble des triplets (utilisateur, item, note) forme ce que I’on appelle la matrice des notes.
Les paires (utilisateur, item) ou I’utilisateur n’a pas donné de note pour I’item sont des valeurs
non connues dans la matrice. Le tableau 1.1 illustre un exemple d’une matrice de notes pour 4
utilisateurs et 4 films. Les valeurs marquées " ? " indiquent que I’utilisateur n’a pas donné d’avis
[9]. Un systeme de recommandation se focalise sur deux taches. La premiére tache est la

prédiction : étant donné un utilisateur et un item, quelle serait la préférence de I’utilisateur pour
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cet item ? En d’autres termes, le systteme doit prédire la valeur des notes marquées " ? ". La

deuxiéme tache est la recommandation : étant donné

La I’inspecteur | Titanic Carnaval
Bataille Tahar fi dachra
d’Alger

Yazid 4 3 2 4

Amine ? 4 5 5

Abderrahmane | 2 2 4 ?

hamza 3 ? 5 2

Tableau 1.1 : Exemple d’une matrice de notes

Un utilisateur, quelle liste ordonnée de n recommandations peut-on lui suggérer ? On parle alors
de liste Top-n. A noter que la liste des Top-n recommandations n’est pas forcément la liste des n
items avec les plus hautes valeurs de prédiction. La prédiction des notes n’est pas le seul critére
utilisé pour produire une liste de recommandations. En effet, un algorithme de recommandation

peut utiliser d’autres criteres, tels que le contexte.

3. Historigue :
Cela fait presque 25 ans que la recherche s’intéresse a la fagcon de recommander

automatiquement des items aux utilisateurs. Une grande variété de méthodes, d’algorithmes et
d’outils ont été proposés (Adomavicius et Tuzhilin, 2005 ; Su et Khoshgoftaar, 2009) [10]. Le
domaine de recherche sur les systémes de recommandation est apparu au début des années 90 et
depuis, notamment avec I’intégration des réseaux sociaux, de I’apprentissage artificiel et du big
data, ce domaine est en constante évolution. Bridge et al. (2006) et Yang et al. (2014) [11]
expliquent que les systemes de recommandation se basent sur plusieurs domaines de recherche
tels que la recherche d’information, la modélisation de I’utilisateur, I’apprentissage artificiel, les
sciences cognitives et les interactions humain-machine. Parmi les premiers systémes de
recommandation qui sont apparu dans les années 90, nous retrouvons Tapestry (Goldberg et al.,
1992)[12] pour la recommandation des messages des newsgroups, GroupLens (Resnick et al.,

i
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1994)[13] pour la recommandation des articles Usenet et Ringo (Shardanand et Maes, 1995)

pour la recommandation de la music[14].

4. Types de données d'entrées de systéeme de recommandation :

Les systemes de recommandation utilisent trois types de données d'entrée pour générer des
recommandations dans tout type de systeme de recommandation [15]. La sortie d'un systeme de
recommandation peut prendre la forme d'une liste de recommandations ou d'un score de
prédiction [16]. Les types de données d'entrée des systémes de recommandation sont décrits dans
les sous-sections de cette section.

4.1. Item :

Les éléments sont des objets qui sont recommandés aux utilisateurs par les systemes de
recommandation. Les éléments utilisés dans les systéemes de recommandation peuvent étre
divisés en deux catégories [15].

e Item a faible complexité et colt
e ltem a complexité et colt élevés
4.2. Utilisateur :

La personne qui obtient des recommandations du systeme est appelée en tant qu'utilisateur du
systéme. Etant donné que les systémes de recommandation sont des systémes personnalisés, les
informations utilisateur sont I'une des informations les plus importantes que les recommandeurs
utilisent. Les informations utilisateur peuvent inclure les informations de préférence de
I'utilisateur relatives aux articles et elles peuvent également inclure les informations de relation
entre les utilisateurs telles que ; niveaux de confiance des utilisateurs [15].

4.3. Transaction :

Les transactions peuvent étre définies comme les interactions entre les utilisateurs et le
systeme de recommandation tels que ; les informations de notation relatives a un élément
fournies par l'utilisateur [15]. Il existe quatre types de transactions utilisées dans les systémes de
recommandation [17] :

e Evaluations numériques (telles que : 1-5 étoiles et échelle 1-10)
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e Notes ordinales (telles que : "tout a fait d'accord, d'accord, neutre, en désaccord,
fortement en désaccord")
e Notes binaires (telles que «bon, mauvais» et «comme, je n'aime pas»)

e Evaluations unaires (définit si l'utilisateur a observé / acheté l'article ou non)

5. Domaines d'application des systémes de recommandation :

Les domaines d'application utilisés dans les systemes de recommandation sont principalement
regroupés en quatre catégories principales [15, 18, 19] :
e Divertissement (comme les films, les programmes télévisés et la musique)
e Contenu (tels que : journaux, documents et pages Web)
e Commerce électronique (tels que : livres, appareils photo et PC)

e Service (tel que : voyage, consultation et location de maison)

6. Les approches de recommendation :

Un nombre important de travaux de recherche ont traité la problématique de la
recommandation au cours des derniéres années. Ces travaux sont issus de plusieurs domaines
comme le Machine Learning, les statistiques et surtout la recherche d’information. Les
techniques de recommandation peuvent étre classées de différentes maniéres. Parfois plusieurs
termes sont utilisés pour désigner une méme méthode ou approche. L’objectif ici est de
s’appuyer sur les classifications les plus connues sur lesquelles nous basons notre étude.
Plusieurs facteurs entrent en considération afin de catégoriser les systemes de recommandation.
1. La connaissance de I’utilisateur (c.-a-d. son profil en fonction de ses gouts).

2. Le positionnement d’un utilisateur par rapport aux autres (la notion de classes ou réseaux
d’utilisateurs).

3. La connaissance des items a recommander.

4. La connaissance des différentes classes d’items a recommander.

De ces facteurs sont produits divers type de recommandations dont les plus utilisés sont le
filtrage basé sur le contenu et le filtrage collaboratif [20]. Ce document présente dans un premier

temps ces deux approches ainsi que leurs hybridations, ainsi que d’autres systemes
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6.1. L’approche basée sur le contenu :
6.1.1. Définition :

Les systemes de recommandation basés sur le contenu s’appuient sur des évaluations

effectuées par un utilisateur sur un ensemble de documents ou items. L’objectif est alors de
comprendre les motivations I’ayant conduit a juger comme pertinent ou non un item donné. Le
systéeme peut alors proposer a I’utilisateur un choix parmi de nouveaux items jugés proches des
items qu’il a précédemment apprécies. Ces méthodes font donc appels aux facteurs 1, 3. Et 4.
Présentés en section 6. Notons que le filtrage par le contenu peut s’appuyer sur les appréciations
a la fois positives mais également négatives d’un utilisateur. Salton and Buckley ont montré en
effet dans le cadre du filtrage de descripteurs que I’absence d’un mot est a prendre en compte au
méme titre que sa présence [21]. L’ objectif de ces derniers étant de proposer une mesure de
pondération de mots afin de faire émerger les plus représentatifs d’un domaine. Leur protocole
expérimental est le suivant. lls disposent d’un certain nombre de requétes d’utilisateurs et d’un
certain nombre de corpus de domaines différents. Alors, un classement de la proximité des
requétes utilisateurs avec les documents des différents corpus est obtenu en utilisant leurs
différentes mesures proposées. Les résultats ont montré que I’utilisation de la mesure bien
connue de I’IDF (inverse document fréquence), pondérant les termes en fonction de leur absence
dans un certain nombre de documents, améliorait significativement la qualité du classement

obtenu.

—, Contenu : « Montrez-moi plus que ce qui
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Figure 1.1 : Un systeme de recommandation basé sur le contenu

6.1.2.Principe général :

Le filtrage basé sur le contenu est la méthode la plus populaire pour recommander des articles
caractérisés par du contenu textuel [22], par exemple les revues et les articles scientifiques. Le
domaine de recherche des systémes basés sur les contenus est trés proche de la Recherche
d’Information [23]. En effet ces systemes s’appuient sur un modele d’espace vectoriel, les profils
des utilisateurs et des articles étant représentés par des vecteurs de termes pondérés de type
TF-IDF [24]. Ces systemes ont pour limite qu’ils n’arrivent pas a percevoir le sens des textes, ce
qui crée une perte de I'information sémantique liée au profil de I'utilisateur et de I’article. Les
technologies liées au web sémantique (ontologie, thésaurus, base de connaissance) sont des
solutions qui ont été proposées pour répondre a cette problématique. Dans la suite de cette
section nous allons présenter, les modeles vectoriels et le processus de la recommandation basé
contenu

6.1.2.1. Les modeéles vectoriels :

Les modeles vectoriels et une de leurs extensions, I’analyse sémantique latente, sont des
méthodes qui utilisent des termes pour représenter les documents sous forme vectorielle dans des
espaces a plusieurs dimensions. lls ont été utilisés dans les systémes de recommandation Web,
[25], [26], [27], [28]. Ces systemes s’appuient sur des retours implicites des utilisateurs pour
comprendre leurs préférences, pages visitées, pages mis en favori ou sur des retours explicites
des utilisateurs avec des systémes « j’aime », « je n’aime pas ». Les documents et les profils des
utilisateurs sont représentés par N mots-clés qui permettront par la suite de produire des
recommandations en comparant ces deux familles de vecteurs. Ces techniques ont aussi été
employées dans la recommandation de textes liés a I’actualité [29]. Au-dela du texte, certains
systemes de recommandation sur le contenu utilisent des « tags » pour qualifier les articles et les
utilisateurs [30]. Les méthodes de pondération BM25 [31] ont servi a pondérer les vecteurs
obtenus a partir des tags. Depuis I’augmentation exponentielle du nombre de sources textuelles
sur le Web, plus particulierement avec I’arrivée des bases encyclopédiques (Wikipedia,
Freebase), les nouvelles techniques de représentation vectorielles liées au plongement lexical

(Word2vec) [32], ont aussi été utilisées pour représenter les articles et les utilisateurs [33]. Ces
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techniques ont montré des résultats encourageants et ont laissé présager de futures exploitations
pour les systemes de recommandation basés sur le contenu. L’usage de I’apprentissage profond
est d’autant plus intéressant qu’il est capable d’extraire directement des caractéristiques des
articles [34]. L’apprentissage profond permet au systteme de recommandation de travailler
directement avec la donnée. Ceci est trés utile quand la donnée peut étre caractérisée par du son,
des images, des vidéos, en plus du texte. Les réseaux neuronaux convolutifs ont été utilisés pour
extraire des caractéristiques visuelles d’images pour apprendre une distance entre des articles
[35]. La distance était personnalisée en fonction d’un utilisateur, et le but était de maximiser la
probabilité qu’il existe une relation entre un utilisateur et un article. Un réseau de neurones
convolutif a aussi été appliqué aux recommandations musicales [36]. Le but ici était de résoudre
le probléme du démarrage a froid, c’est-a-dire produire des recommandations quand il y a peu de
données d’écoute, réussir a recommander les musiques peu populaires ou nouvelles. Mais il est
connu qu’il existe un écart sémantique entre le signal audio et les préférences d’un utilisateur. Ce
probléme peut étre résolu en utilisant des données textuelles comme la biographie d’un artiste
pour entrainer le réseau de neurones [37]. Les informations textuelles ont méme la faculté
d’améliorer les recommandations [38]. Une architecture a été proposée pour prédire la
probabilité qu’un utilisateur apprécie un article [39]. Ce travail utilise une forme de réseau de
neurones récurrents, Long short-term memory (LSTM). Il est composé de deux modules qui
génerent deux types de plongement, un pour les utilisateurs et un pour les articles. Le
plongement pour les articles est appris a partir du texte de description fourni avec I’article. Cette
architecture a été étendue en ajoutant différents modules qui prennent en compte d’autres types
d’informations fournies avec les articles (p.ex. les genres) [40], elle est schématisée a la figure
1.2. Le modele présenté donne de meilleurs résultats que les systémes de recommandation basés
sur le filtrage collaboratif et les méthodes de plongement de mots sur les jeux de données
Movielens et DBbook.

°,
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Figure 1.2 : Architecture d’un systeme de recommandation basé sur le contenu utilisant
I’apprentissage profond Suglia et al. [2017].

6.1.2.2. le processus de la recommandation basé contenu :

Un systéme de recommandation basé sur le contenu a besoin de techniques pour produire une

représentation efficace des items et du profil de I’utilisateur pour pouvoir les comparer. Ainsi

[41] proposent une architecture de haut niveau dans laquelle le processus de recommandation est

réalisé en trois étapes, chacune étant gérée par un composant spécifique :

e Analyseur du contenu : Lorsque I’information n’est pas structurée (par exemple, un

item représenté par un texte), ce module a pour but d’en réaliser le prétraitement pour

extraire I’information pertinente, la structurer et la représenter dans une forme cible

appropriée (par exemple un vecteur de mots clés).

» Apprentissage _du_profil : Ce module collecte les données représentatives des

préférences de I’utilisateur et généralise ces données, afin d’apprendre et de construire le

profil de I’utilisateur. Des techniques d’apprentissage automatique [42] peuvent étre

utilisées pour cela. On peut citer a titre d’exemple les arbres de décisions, les réseaux de

11
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neurones et la classification naive de Bayes. Ces techniques visent a inférer un profil de
I’utilisateur en utilisant I’information sur les items qu’il a aimés ou n’a pas aimés.

Composant de filtrage : Ce module filtre les items pertinents en faisant correspondre la

représentation du profil utilisateur aux items candidats a la recommandation. La
pertinence de I’item est calculée en utilisant des métriques de similarité entre I’item
considéreé et le profil de I’utilisateur. Plus la similarité avec le profil "positif" est grande et
plus la similarité avec le profil "négatif" est petite, plus I’item a des chances d’étre

recommandé.

Afin de construire et mettre a jour le profil de I'utilisateur actif, ses réactions aux items (notes)

sont recueillies et enregistrées dans le composant Feedback. Ces notes d’intérét sont exploitées

au cours du processus d’apprentissage du modéle utile pour prédire la pertinence a priori d’un

item que I'utilisateur n’a pas encore noté. Les utilisateurs peuvent aussi définir explicitement

leurs domaines d’intérét au préalable comme profil initial, mais ce cas est assez rare.

6.1.3. Les points forts et les limites des approches basées sur le contenu :

Les approches basées sur le contenu présentent plusieurs avantages et inconvénients. Les

points forts des approches basées sur le contenu sont :

Utilisateur indépendant : pour construire un systeme de personnalisation, l'approche
basée sur le contenu ne nécessite pas d'index de similarité entre les utilisateurs [43]. La
liste de recommandations peut étre générée en analysant les attributs des articles et le
profil des utilisateurs.

Comportement transparent : ce systéme vous fait prendre conscience des attributs des

articles sur la base desquels une recommandation a été faite.

Cependant les approches de recommandation basées sur le contenu présentent aussi de nombreux

inconvénients :

Intégration d’un nouvel utilisateur non immédiate : un utilisateur doit évaluer un
certain nombre d’items avant que le systeme ne puisse interpréter ses préférences et lui
fournir des recommandations pertinentes [44]. Ce probleme est connu dans la littérature

sous le nom du probléme de démarrage a froid pour les utilisateurs (user cold Start).

2,
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e Diversité et nouveauté insuffisantes : ce systeme peut poser le probleme de la
surspécialisation.

* Analyse de contenu bornée : si les éléments ne disposent pas d'assez d'informations sur
les attributs [45,46], donner une liste de recommandations plus précise sera une tache

difficile pour le systtme de recommandation basé sur le contenu.

6.1.4.Exemple sur le filtrage basé contenu :

Considérons un catalogue de film, tel que I’extrait présenté dans le tableau 1.2, ainsi que
I’extrait du profil de I’utilisateur « Ouldrabah », basé sur ses précédents achats de films et sur les
informations qu’elle a données concernant ses préférences, tel qu’illustré par le tableau 1.3. Nous
souhaitons proposer a « Ouldrabah » des films susceptibles de lui plaire. Il s’agit de faire
coincider le tableau 1.2 et le tableau 1.3 et de définir quels films correspondent le mieux aux
préférences de « Ouldrabah ». Le tableau 1.4 résume la coincidence entre les deux autres
tableaux (oui : les informations coincident ; non : les informations ne coincident pas). Ainsi a
partir du tableau 1.4, intuitivement, les films «La Bataille d’Alger » et «Les Vacances de
I’inspecteur Tahar» pourraient étre recommandés a « Ouldrabah » (puisque les caractéristiques

de ces deux films coincident le mieux avec les préférences de «Ouldrabah »).

Titre Genre Réalisateur Prix Mots-clés
) Gillo Historique, Guerre,
La Bataille d’Alger Guerre 19,50 Algéne France, Bataille
Pontecorvo ’ ’ ’
Les Vacances de I’inspecteur o Inspecteur, Police,
Policier = Moussa Haddad | 23,20 Détective. Tunisie
Tahar ’ '
Vacance, ...
) _ Athmane Aliwat,
Oukassi m’ai e ’

Tableau 1.2 : Extrait du catalogue de livres.

2,



Chapitre | : Les systemes de recommandation
personnalisée

Identifiant 1

Prénom Ouldrabah

Informations personnelles
Sexe Homme

Genres Guerre, Policier

Réalisateur | Gillo Pontecorvo, Ahmed Rachdi
Films Titres Lotfi, Hassan Taxi, Deux Femmes, ...

Mots-clés | Détective, Comedie, Guerre, ...

Prix moyen | 20

Genres Thriller, Policier
Livres
Auteurs S. King, M. Connelly
Tableau 1.3 : Extrait du profil de I’utilisatrice Ouldrabah
Préferences La Bataille Les Vacances de I’inspecteur Carnaval fi
utilisateur d’Alger Tahar dachra
Genre Oui Oui Non
Prix Oui Oui Oui
Réalisateur Oui Non Non
Mots-clés Oui Oui Non

Tableau 1.4 : Coincidence entre les caractéristiques des livres et les préférences de Ouldrabah
indiquées dans son profil.

4,
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6.2. Le filtrage collaboratif :

La premiére méthode de recommandation basée sur les usages que nous présentons, Le filtrage

collaboratif (FC) a pour principe d'exploiter les évaluations faites par des utilisateurs sur certains
contenus (films), afin de recommander ces mémes films a d’autres utilisateurs, et sans qu’il soit
nécessaire d’analyser le contenu des films.
Tous les utilisateurs du systéeme de filtrage collaboratif peuvent tirer profit des évaluations des
autres en recevant des recommandations pour lesquelles les utilisateurs les plus proches ont émis
un jugement de valeur favorable, et cela sans que le systéme dispose d’un processus d’extraction
du contenu des documents. Grace a son indépendance vis-a-vis de la représentation des données,
cette technique peut s’appliquer dans les contextes ou le contenu est soit indisponible, soit
difficile a analyser, et en particulier elle peut s’utiliser pour tout type de données : texte, image,
audio et vidéo. De plus, I’utilisateur est capable de découvrir divers domaines intéressants, car le
principe du filtrage collaboratif ne se fonde absolument pas sur la dimension thématique des
profils, et n’est pas soumis a I’effet « entonnoir ». Un autre avantage du filtrage collaboratif est
que les jugements de valeur des utilisateurs integrent non seulement la dimension thématique
mais aussi d'autres facteurs relatifs a la qualité des films tels que la diversité, la nouveauté, etc.

Le FC souffre de plusieurs gros problémes. Le probléme principal étant le démarrage a froid : c’est le fait

qu’un utilisateur doit voter sur beaucoup d’objet avant d’obtenir les recommandations.

Les algorithmes utilisés dans les recommandeurs de filtrage collaboratif sont regroupés sous deux
catégories principales

e Algorithmes basés sur I'heuristique (basés sur la mémoire)

e Algorithmes basés sur un modéle
La principale différence entre les approches basées sur I'heuristique et les approches basées sur le modele
est:
Les approches basées sur des modeles utilisent des modeles qui sont appris a l'aide d'algorithmes
statistiques et d'apprentissage automatique, mais les approches basées sur I'heuristique utilisent des régles

heuristiques pour calculer les scores de satisfaction des éléments selon les utilisateurs

®,
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Figure 1.3 Un systeme de recommandation collaboratif

6.2.1. Algorithme basé sur la mémaoire :

Elles sont aussi appelées méthodes basées sur des heuristiques [47], ou basées sur les voisins
[48]. Ces méthodes utilisent la matrice de notations des utilisateurs stockée en mémoire pour
proposer des recommandations. Le type de voisinage devise ces méthodes en deux catégories :
basées sur les utilisateurs (user-based) ou basées sur les items (item-based) [49]. L’obtention des
voisins, d’un utilisateur ou d’un item, se fait en utilisant des mesures de similarité pour calculer
la distance entre deux utilisateurs ou deux items. La similarité peut étre calculée selon différentes
formules, les plus utilisées sont celles du coefficient de Pearson [50,51] et la méthode du vecteur
cosinus [52,53].

6.2.1.1. Basé utilisateur :

Pour les méthodes basées sur les utilisateurs, I’intérét d’un utilisateur U pour un item I est

calculé en se basant sur les évaluations de ses voisins similaires.

L'idée principale est d'identifier les utilisateurs qui ont des valeurs de notation similaires et leur
suggeérer une liste des meilleurs articles en fonction de leurs préférences (Hahsler, 2014). 1l existe
une grande variété de paramétres pour comparer la similarité entre les vecteurs ou trouver le
voisin le plus proche (dans notre cas, les utilisateurs). Les plus populaires sont la similarité des
cosinus ou Pearson Corrélation [54,55].

Son principe de fonctionnement se résume ainsi :

16
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e Déterminer les voisins de I’utilisateur courant en calculant sa similarité avec les autres
Utilisateurs de la base.
e Calculer la prédiction du vote de I’utilisateur courant u, pour un itemi € /I u, candidat

a la recommandation, en analysant les votes de ses voisins sur ce méme item.

6.2.1.2. Basé item :

Dans la section ci-dessus, I'algorithme était basé sur les utilisateurs et les étapes pour identifier
les recommandations ont d'abord été d'identifier les utilisateurs similaires en termes d'achat des
mémes éléments, puis de recommander une nouvelle utilisation des éléments que les autres
utilisateurs ont acquis. Maintenant, I'approche est le contraire. Nous commencons a chercher des
utilisateurs similaires en fonction des achats et des préférences, en d'autres termes, nous essayons
de découvrir a quel point un film est similaire a un autre film. Les principales idées calculent la

similarité entre les deux item P; et Py, en séparant les utilisateurs qui ont déja regarde et évalue

les deux films, puis en utilisant I'une des techniques pour calculer la similarité entre les éléments,
par exemple, la similarité basée sur le cosinus, la similarité basée sur la corrélation ou la
similarité du cosinus ajusté [56].
Son principe de fonctionnement se résume ainsi :
e Pour tout item I de |, déterminer les voisins les plus proches en calculant sa similarité
avec les autres items.

e Calculer la prédiction du vote de I’utilisateur courant u, pour I’item i en analysant les

votes de ce dernier sur les voisins de I.

6.2.2. Algorithme basé sur un modeéle :

Les méthodes basées sur un modéle ont été intégrées aux systemes de recommandation pour
remédier aux problémes des méthodes basées sur la mémoire, dont notamment : la non
robustesse au manque de données ainsi que le non passage a I’échelle [57] [58]. Pour faire face a
ces deux problémes, les méthodes basées sur un modele utilisent notamment les techniques de
réduction de dimensionnalité ou le clustering dans le but d’écarter les utilisateurs ou les items

non représentatifs.

7,
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Ainsi I’espace de représentation utilisateur-item est plus réduit et le taux de données manquantes
est moins important comparé a I’espace de représentation original. Les voisins peuvent ainsi étre
calculés dans cet espace réduit, ce qui permet de garantir le passage a Dans le cadre des
méthodes basées sur un modeéle, le processus de (FC) consiste a construire des modeles
(généralement en hors ligne “offline”) en exploitant les données collectées sur I’utilisateur et/ou
sur I’item. Les modeles construits sont par la suite utilisés pour générer les prédictions qui sont
proposées a I’utilisateur actif lors de son interaction avec le systéeme.

Le processus de construction du modéle est basé sur les techniques d’apprentissage automatique,
telles que : le clustering, les réseaux bayésiens, les arbres de décision, etc.

6.2.3. Les points forts et les limites du filtrage collaboratif :

Les méthodes de filtrage collaboratif présentent plusieurs avantages dont les plus importants
sont :
» Effet de surprise (serendipity) : I’effet de surprise que peut recevoir I’utilisateur en
recevant une recommandation pertinente qu’il n’aurait pas trouvée seul est souvent
souhaitable. Les algorithmes basés sur le filtrage collaboratif permettent généralement de

faire des recommandations a effet de surprise. Par exemple, si un utilisateur u est proche

d’un utilisateur v du fait qu’il ne regarde que des comédies, et si V apprécie un film d’un

autre genre, ce film peut étre recommandé a u du fait de sa proximité avec Vv

* Non nécessitée de la connaissance du domaine : les systemes de recommandation basés
sur le filtrage collaboratif ne requiérent aucune connaissance sur les items. Ces méthodes
peuvent recommander des items sans avoir besoin de comprendre leurs sens ni disposer
de leurs attributs. La recommandation est basée uniquement sur les notes données aux

items.

Cependant, I’utilisation des techniques de filtrage collaboratif peut entrainer plusieurs
problémes :
* Le démarrage a froid : concerne a la fois les nouveaux utilisateurs et les nouveaux
items qui sont introduits dans le systeme. Un nouvel utilisateur qui n’a noté aucun item

ne peut pas recevoir de recommandation puisque le systeme ne connait pas ses godts. Ce
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probléme est connu sous le nom de probléme du démarrage a froid pour les utilisateurs
(user cold start). Une solution a ce probléme est de lui demander explicitement de noter
un certain nombre d’items. D’autres solutions consistent a recommander au départ les
items les plus populaires ou méme des recommandations aléatoires. Ce probleme du
démarrage a froid se pose aussi lors de I’ajout d’un nouvel item. Celui-ci ne peut pas étre
recommandé avant d’avoir été noté par un certain nombre d’utilisateurs.

e La parcimonie (sparsity) : Le nombre d’items candidats a la recommandation est
souvent énorme et les utilisateurs ne notent qu’un petit sous-ensemble des items
disponibles. De ce fait, la matrice des notes est une matrice creuse avec un taux de
valeurs manquantes pouvant atteindre 95% du total des valeurs [59]. Les systemes de
filtrage collaboratif ont des difficultés dans ce cas, le nombre de notes a prédire étant
largement supérieur aux nombres de notes déja connues. Le probleme de la parcimonie
peut étre réduit en utilisant les approches par modeles qui réduisent la dimension de la
matrice des notes.

e Le probleme du mouton gris (gray sheep) : Les utilisateurs qui ont des goQts étranges
(qui varient de la norme ou qui sortent du commun) n’auront pas beaucoup d’utilisateurs
voisins. Il sera donc difficile de faire des recommandations pertinentes pour ce genre
d’utilisateurs [Ghazanfar and Priigel-Bennett, 2014]

6.2.4. Exemple sur le filtrage collaboratif :

Amazon.com utilise des algorithmes de recommandation pour personnaliser la boutique en
ligne pour chaque client. Le magasin change radicalement en fonction des intéréts des clients,
montrant des produits de programmation a un ingénieur logiciel ou des jouets pour bébés aux
jeunes parents.

L’ algorithme d’Amazon.com est basé sur le filtrage collaboratif appliqué aux éléments (ltem-
based collaborative filtering ou Item-to-ltem). Le calcul en temps réel de cet algorithme s’adapte
a la fois au nombre de clients et au nombre de produits dans le catalogue.

Amazon.com utilise les recommandations comme un outil de marketing ciblé. Cliquer sur le lien
« Vos recommandations » conduit les clients dans une zone ou ils peuvent filtrer leurs

recommandations par ligne de produit et/ou par domaine, évaluer les produits recommandés,
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évaluer leurs achats antérieurs, et comprendre pourquoi les produits sont recommandés (voir la
figure 1.4 : ces recommandations pourraient correspondre a I utilisatrice « Quldrabah »,
rencontrée dans les différents exemples précédents). De plus, comme illustré sur la figure 1.5, le
panier de recommandations propose aux clients des suggestions de produits sur la base des
produits dans leur panier. La fonction est similaire aux achats impulsifs dans une ligne de caisse
du supermarché, sauf que sur Amazon.com, les achats impulsifs sont ciblés pour chaque client.
En effet, Amazon.com utilise des algorithmes de recommandation pour personnaliser son site
web en fonction des intéréts de chaque client. Ces algorithmes sont basés sur le filtrage
collaboratif Item-to-ltem. Le calcul en temps réel s’adapte au nombre de clients et au nombre de
produits dans le catalogue. Il fait coincider chacun des produits achetés et notés par |’utilisateur
avec des produits similaires, puis combine ces produits similaires dans une liste de
recommandations. Pour déterminer la correspondance la plus proche d’un produit donné,
I’algorithme construit une matrice de produits similaires en trouvant les produits que les clients
ont tendance a acheter ensemble. Plus précisément, pour construire cette matrice, I’algorithme
trouve des produits similaires a chacun des achats et des évaluations de I’utilisateur, agrége ces
produits, puis recommande les produits les plus populaires ou les plus corrélés. Ce calcul est trés

rapide, car il dépend seulement du nombre de produits que I’utilisateur a achetés ou notés.
Livres
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Figure 1.4 : Vos recommandations » sur le site Amazon.com.

Les clients ayant acheté cet article ont également acheté

STEPHEN Sﬁvxﬁ
MR pp il -
MR, AT ~
< Em . ¢
Mr Mercedes 22/11/63 Joyland Blaze
Stephen King Stephen King Stephen King Stephen King

Figure 1.5: Panier de recommandations sur le site Amazon.com.

6.3. Le filtrage hybride :
6.3.1. Définition et Principe :

Un systeme de recommandation est dit hybride quand il combine deux ou plusieurs approches
de recommandation différentes. La recommandation basée sur le contenu et la recommandation
collaborative ont souvent été considérées comme complémentaires [47]. Les approches basées
sur le contenu ont I’avantage de pouvoir recommander les nouveaux items non encore évalués
par un utilisateur, alors que le filtrage collaboratif ne peut recommander un item que s’il a été
noté par un certain nombre d’utilisateurs auparavant. Les approches basées sur le contenu
nécessitent de disposer des attributs des items, en plus d’une étape d’analyse pour pouvoir les
extraire et les représenter, alors que le filtrage collaboratif ne requiert pas d’accés au contenu des
items pour pouvoir faire de la recommandation. Il s’appuie uniquement sur la matrice des notes
d’utilisateurs pour les différents items. L’ hybridation de ces deux techniques, afin de traiter les
insuffisances de chaque technique utilisée seule et profiter de leurs points forts, a fait I’objet de
plusieurs travaux de recherche. Le systtme FAB [60] est un des premiers systemes de
recommandation hybrides. Il combine le filtrage collaboratif et une approche basée sur le
contenu afin de traiter a la fois le probléme du démarrage a froid pour les items et la
surspécialisation. Dans ce systeme, deux critéres doivent étre satisfaits pour recommander un

item : son contenu doit étre similaire au profil de I'utilisateur, et il doit étre apprécié par les
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voisins les plus proches. Il existe plusieurs maniéres de faire de I’hybridation et aucun consensus

n’a été défini par la communauté des chercheurs.

6.3.2. Les taxonomies de BURKE (classification) :

Toutefois, [Burke] a identifié sept manieres différentes de faire I’hybridation :

Pondérée (Weighted) : les scores fournis par les recommandeurs sont agrégés a l'aide
d'une combinaison linéaire ou d'un schéma de vote.

Par sélection (Switching) : le systéeme bascule entre les deux techniques de
recommandation en fonction de la situation.

Mixte (Mixed) les recommandations de plusieurs recommandeurs sont disponibles et
sont présentées ensemble en méme temps au moyen de certaines stratégies de classement
ou de combinaison.

Par combinaison des propriétés (Feature combination) : les fonctionnalités utilisées
par différents recommandeurs sont intégrées et combinées dans une source de données
unique, exploitée par un seul recommandeur.

Par augmentation de propriétés (Feature augmentation) : la sortie d'un programme de
recommandation est utilisée en tant que fonction d'entrée supplémentaire pour un autre
groupe de recommandation.

En cascade : la recommandation est effectuée comme un processus séquentiel de
maniere a ce qu'un des recommandeurs affine les recommandations données par l'autre.
En définissant un niveau méta : le modele généré par I'un des recommandeurs est
utilisé comme entrée pour un autre recommandeur. Comme indiqué dans [23] : «Cela
differe de I’augmentation des caractéristiques : dans un hybride de I’augmentation, nous
utilisons un modele appris pour générer des caractéristiques a saisir dans un deuxieme

algorithme ; dans un hybride de méta-niveau, le modéle entier devient I'entrée. ”
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Hybride: combinaisons de différentes
P entrées et/ou composition de différents
AR mécanismes

Profil d’utilisateur
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Figure 1.6: Le systeme de recommandation hybride

6.3.3. Exemple hybride :

Netflix est aussi un bon exemple de systéme hybride. Il propose des recommandations en

comparant les habitudes de visionnage des films d’utilisateurs similaires (recommandation
sociale) et suggere aussi des films qui partagent des caractéristiques avec des films que
I’utilisateur a noté positivement (recommandation objet).

6.4. Autres systémes de recommendation :

En plus des trois catégories des systemes de recommandation présentées précédemment et
admises par la majorité des chercheurs de ce domaine, Burke [61] a ajouté trois autres types de
systemes de recommandation : (1) le filtrage démographique, (2) le filtrage a base d’utilité, et (3)
le filtrage a base de connaissance.

6.4.1. Le filtrage démographique :

Le filtrage démographique est justifié par le fait que les individus ayant certains attributs

personnels communs (sexe, age, pays, etc.) auront également des préférences communes. La
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recommandation démographique classifie les utilisateurs selon les attributs de leur profil
personnel, et propose des recommandations basées sur des catégories démographiques [62,63].
6.4.2. Le filtrage a base d’utilité :

Le filtrage a base d’utilité propose des suggestions basées sur le calcul de I’utilité de chaque
objet pour I'utilisateur. De ce fait, une fonction d’utilité doit étre créée pour I’utilisateur (Burke,
2002).

6.4.3. Le filtrage a base de connaissance :

Le filtrage a base de connaissance suggére des objets basés sur des inférences sur les besoins

et les préférences des utilisateurs. Une représentation des connaissances (par exemple : par
regles) sur la fagon dont un élément satisfait un besoin d’un utilisateur en particulier est
nécessaire (Burke, 2002). Pour améliorer la qualité des recommandations, des métadonnées
comme des informations sur le contenu des items ont été utilisées comme connaissances
additionnelles.
La prochaine section présente une nouvelle approche utilisée dans les systemes de
recommandation. Cette approche exploite la notion d’annotation collaborative ou folksonomie.
L’annotation collaborative est employée comme une approche utilisée dans [I’analyse
automatique des préférences des utilisateurs et les recommandations.

6.4.4.La recommandation basée tags :

Dans ces derniéres années, une nouvelle génération des systemes de recommandation boostée
par les aspects du web sémantique a émergé. Ces systemes exploitent des outils tels que les
taxonomies, les ontologies, les réseaux sociaux et les annotations. Dans cette section, nous
analysons une nouvelle approche qui améliore la compréhension des apprenants. Cette approche
introduit les annotations (les tags) dans le processus de recommandation. Nous décrivons
d’abord les systemes d’annotation collaborative (collaborative tagging systeme), ensuite nous
présentons quelques systemes de recommandation, basés sur le tagging collaboratif, qui ont été
proposés dans la littérature.

7. Conclusion :
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Dans ce chapitre, nous avons présenté une classification en deux approches principales :
la recommandation basée sur le contenu et la recommandation basée sur la collaboration.
Cette classification simple nous a permis le regroupement d’autres approches présentées
parfois séparément.

Toutes ces approches présentent néanmoins des caractéristiques complémentaires et par
conséquent un grand nombre de travaux se sont intéressés aux approches hybrides qui
combinent plusieurs approches et qui permettent de profiter des avantages et fournir des

recommandations plus précises.
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1. Introduction :
Nous détaillerons au sein de ce chapitre les méthodes de « clustering » ce qui représente I’'une
des techniques statistiques largement utilisées dans le data mining. Il est dans un cadre
d’apprentissage non supervisé, qui tente d’obtenir des informations sans aucune connaissance
préalable, ce qui n’est pas le cas de I’apprentissage supervise.
La question principale autour de laquelle s’articulera le travail du clustering est de synthétiser et
de résumer d'énormes quantités de données en les divisant en petits groupes homogénes de sorte
que les données (observations) a l'intérieur du méme groupe soient plus similaires les unes aux
autres que les observations qui appartiennent a d'autres groupes. Cette définition suppose qu'il
existe une mesure de qualité de regroupement bien définie qui quantifie le degré d'homogénéité
des grappes obtenues. Bien qu'il n'y ait pas de consensus sur ce qu'est une bonne mesure de
qualité, elle peut plutét varier d'une application a l'autre et d'un ensemble de données a l'autre.
Les groupes sont formés en utilisant uniqguement les propriétés de chaque élément de I'ensemble
de données.
En général, les ensembles de données utilisés pour le regroupement contiennent des points (c'est-
a-dire des observations) dans Rn, mais, bien qu'ils puissent étre composés d'autres types
d'informations telles que des données catégorielles ou des valeurs non numériques, la
représentation typique de chaque élément ou modéle est un vecteur. Les types de données
suivants pour le regroupement sont pris en compte :

e Variables qualitatives.
e Variables quantitatives (continues)

e Variables nominales et ordinales

2. Définition :

Le clustering aussi connu sous nom (Segmentation) est un regroupement en classes
homogenes consistent a représenter un nuage des points d’un espace quelconque en un ensemble
de groupes appelé Cluster de telle sorte que les données du méme cluster aient des
caractéristiques similaires, et celles appartenant a des clusters distincts soient dissimilaires [64].
Ce type de méthodes vise a répondre au probléme de : diminution de la dimension de I’espace
d’entrée, ou pour le groupement des objets en plusieurs catégories (clusters) [65]
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«Cluster» est donc une collection d’objets qui sont «similaires» entre eux et qui sont

«dissemblables » par rapport aux objets appartenant a d’autres groupes. On peut voir cette

définition clairement graphiquement dans I’exemple suivant :

Figure 2.1 : illustration de regroupement en clusters

3. Les exigences de clustering :

Les principales exigences qu’un algorithme de clustering doit répondre sont les suivantes :

Evolutivité des clusters

Traiter les différents types d’attributs

Découvrir les clusters de forme arbitraire

Exigences minimales pour la connaissance du domaine afin de déterminer les
parametres d’entrée.

Capacité de composer avec le bruit et les valeurs manquantes traitées les

dimensionnalités élevées. I’intelligibilité et la convivialité
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4. Les trois étapes principales du clustering :

Le processus de clustering se divise en trois étapes majeures [66] :
> La préparation des données :
L'étape de la préparation des données consiste a sélectionner et/ou pondérer ces variables,
voire a créer de nouvelles variables, afin de mieux discriminer entre eux les objets a traiter non-
supervisé [67].

> L'algorithme de clustering :

L'algorithme doit alors étre choisi de maniére a ce que ses caractéristiques répondent
convenablement a ces deux questions :
e Quelle est la nature (qualitative et quantitative) des données ?
e Quelle est la nature des clusters attendus (nombre, forme, densité, etc.) ?
Les criteres de décision peuvent étre : la quantité de données a traiter, la nature de ces
données, la forme des clusters souhaites ou encore le type de schéma attendu (pseudo-partition,
partition stricte, dendrogramme ... etc.)

> L'exploitation des résultats de I'algorithme :

Deux situations sont possibles : soit la tache de clustering s'inscrit dans un traitement global
d’apprentissage, soit les clusters géneres par clustering constituent un résultat final.
Dans le premier cas, lI'analyse des clusters obtenus (mesures statistiques de qualité) peut aider a
orienter le traitement suivant. Une description des clusters n'est pas nécessaire dans cette
situation.
En revanche, dans le cas ou le clustering constitue a lui seul un processus global de découverte
de classes, I'exploitation des clusters pour une application donnée passe par une description de
ces derniers. Lorsque les objets se présentent sous la forme d'une matrice de (dis) similarité, il
existe peu de méthodes pour décrire les classes (medoides, k objets représentatifs et mesures de
cohésion). Lorsque les objets sont décrits par un ensemble de variables, on peut avoir recours a

des méthodes de description des classes (descriptions conceptuelles) [68].

5. Approche collaborative pour le clustering :

De trées nombreuses méthodes de classification non supervisées existent et de nouvelles
méthodes ou des améliorations de méthodes existantes sont proposées régulierement par la

communauté de la fouille de données.
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La communauté scientifique s’est intéressée ces derniéres années a I’utilisation conjointe de
plusieurs algorithmes pour traiter les mémes données. De nombreuses méthodes ont été
proposées permettant la mise en ceuvre d’approches utilisant plusieurs algorithmes et tirant parti
des informations contenues dans les déférents résultats produits. Chacune de ces approches
utilise les informations fournies par les méthodes de clustering d’une maniére spécifique.

Dans ce cadre, nous allons étudier plus particulierement le clustering collaboratif.

6. les méthodes de clustering :

La classification non supervisée (clustering en anglais) consiste a segmenter un ensemble de
vecteurs non labellisés (la classe n'est pas fournie) en groupes (clusters) qui possédent les
propriétés suivantes [69] :

e Homogénéité dans les groupes. les données appartenant a un méme cluster
doivent étre les plus similaires possibles.

e Hétérogénéité entre groupe. les données appartenant a différents clusters doivent
étre les plus dissemblables possibles.

Il existe une trentaine de méthodes et leurs variations incluent dans différentes familles. Mais
peuvent étre regroupées en deux grandes catégories [70] :

e Meéthodes hiérarchiques :
v Agglomératives (ascendantes)
v" Divisives (descendantes)
e Méthodes non hiérarchiques :
v’ Par partitionnement
v’ Basées sur la densité

v Basées sur les grilles
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TYPES OF CLUSTERING

Non - Hierarchical Clustering Hierarchical Clustering

A K

Q- W »
(' ™ LE | »

Figure 2.2 les deux types de clustering non-hiérarchique/ hiérarchique

Dans le premier cas, on décompose I’ensemble d’individus en une arborescence de groupes.
Dans le 2°™, on décompose I’ensemble d’individus en K groupes,

Les méthodes peuvent étre séparées comme sulite :

6.1. Hiérarchique :
La majorité des méthodes proposent un résultat sous la forme d’une structure plate, c’est a dire

sans lien entre les clusters. Il est cependant naturel pour certaines applications de représenter le
résultat sous la forme d’une hiérarchie de clusters. Le processus basique des méthodes
hiérarchiques a été donné par [Johnson, 1967] [Lance & Williams, 1967],

Ces méthodes construisent une hiérarchie de clusters. Chaque nceud contient ses clusters enfants,
et les nceuds freres partitionnent les objets contenus dans leurs parents. Ce type d’approche

permet d’explorer les données a différents niveaux de granularité [69].
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6.1.1. Principe :
Son principe est simple, initialement chaque individu forme une classe, soit N classes, donc

on cherche a réduire ce nombre de classe newnbrclss < n itérativement de sorte que dans chaque
étape on fusionne deux classes ensemble (Les deux classes choisies pour étre fusionnées sont
celles qui sont les plus "proches" en fonction de leur dissimilarité) ou ajouter un nouveau
élément a une classe (un élément appartient a une classe s’il est plus proche de cette classe que
de toutes les autres) La valeur de dissimilarité est appelée indice d’agrégation. Qui commence
dans la premiére itération faible, et croitra d’itération en itération [71].

Deux grands types d’approches de clustering hiérarchique existent : les approches par
agglomération «ou La classification hiérarchique ascendante (CHA) » et les approches par
division « ou La classification hiérarchique descendantes ».

Dans les approches par agglomération, I’algorithme part des objets et ceux-ci sont ensuite
regroupés jusqu’a obtenir un cluster unique contenant tous les objets. Les approches divisives
partent elles, de I’ensemble des données, et les divisent en clusters qui sont ensuite divisés a leur

tour de maniere récursive [72].

Agglomerer] Diviser

Figure 2.3 : Principe genéral du clustering hiérarchique
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6.1.2. L approche par agglomération (ascendante) :

La CHA permet de construire une hiérarchie entiére des objets sous la forme d’un "arbre" dans
un ordre ascendant. On commence en considérant chaque individu comme une classe et on
essaye de fusionner deux ou plusieurs classes appropriées (selon une similarité) pour former une
nouvelle classe. Le processus est itéré jusqu’a ce que tous les individus se trouvent dans une
méme classe. Cette classification génere un arbre que I’on peut couper a différents niveaux pour
obtenir un nombre des classes plus ou moins grand. Différentes mesures de distance interclasses
peuvent étre utilisées , la distance euclidienne, la distance inferieur (qui favorise la création de
classes de faible inertie) ou la distance supérieure (qui favorise la création de classes d’inertie
plus importante) etc. le cas de la classification ascendante hiérarchique, a partir des éléments, on
forme des petites classes ne comprenant que des individus trés semblables, puis a partir de celle-
ci, on construit des classes de moins en moins homogeénes, jusqu’a obtenir la classe tout entiere.
Le clustering hiérarchique ascendant ne nécessite pas de prédéfinir un nombre de clusters [73].
Cependant, si un clustering plat des données est nécessaire, il est possible d’effectuer une coupe
dans la hiérarchie au niveau qui propose le nombre de clusters demandé. Il est également
possible de définir un niveau de similarité entre les clusters au-dela duquel on ne souhaite plus
fusionner les clusters. Un certain nombre d’heuristiques existent pour choisir a quel niveau de la
hiérarchie il est judicieux d’effectuer une coupe pour obtenir le meilleur partitionnement des
données.

6.1.2.1. Le principe général de la CAH :

On suppose que les distances entre tous les objets, deux a deux, ont été calculées suivant I’'une
des formules (citées dans le sous-titre 6.1.2). On procede alors par étapes successives, chacune
d’elles consistant a réunir les deux objets les plus proches. A la fin de chaque étape on recalcule
les distances entre le groupe nouvellement créé et le reste des objets. Cela permet de réitérer le
processus jusqu’a ce que tous les objets aient été réunis dans un seul groupe. Lorsque cela est
achevé on dresse un arbre hiérarchique dont les nceuds représentent les fusions successives, la
hauteur de ces nceuds étant égale a la valeur de la distance entre les deux objets, ou groupes,
fusionnés. Le niveau des nceuds a donc ainsi une signification concrete ; on dit dans ce cas qu’on

obtient une hiérarchie indicé [74].
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e Hiérarchie totale de parties d’un ensemble E :

HF est un sous-ensemble de I’ensemble p(E) des parties de E ayant les propriétés suivantes :
- L’ensemble E est un élément de 7%
- (i) € A pour tout élément de E
-h N 0"e {@, h, '} pour h et [’ deux parties quelconque de ~ZZ£ autrement dit h et [1’ sont soit

disjointes, soit incluse I’une dans I’autre.

e Hiérarchie de partie indicée :

C’est une hiérarchie de parties H a laquelle est associée une échelle d’indices qui satisfait la
propriété suivante [74] :

A tout H élément de E est associé un nombre v(h) >0 tel que sih < [1"alors v(h) < ([1").

6.1.2.2. _Algorithme :
Algorithme de clustering hiérarchigue ascendant
Entrée :
e Unensemble d’objet X={x;,x, x,}
e Une matrice de similarité S.
Sortie :
e Une hiérarchie H.
Début
1. Initialisation
1.1. Chaque individu est placé dans son propre cluster,
2. Construction de la hiérarchie
2.1. Répéter
2.1.1. Selection dans S des deux clusters les plus proches c; et ¢;
2.1.2. Fusion de c;, et c;, en un cluster Cg plus général.
2.1.3. Mise a jour de S en calculant la similarité entre c, et les clusters existants
2.2. Jusqu'a la fusion des 2 derniers clusters

Ein

6.1.3.L’approche par division (DESCENDANTE) :
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Appelée aussi approche divisive, Le clustering hiérarchique descendant est trés peu utilisé a
cause de la difficulté du choix du critére de division, elle démarre d’un unique cluster contenant
I’ensemble des objets [75] [76]. Ce cluster est divisé successivement de maniere a ce que les
clusters résultant soient les plus dissimilaires possibles. Le processus de clustering se termine
lorsque chaque cluster sera réduit a un singleton représentant une feuille de I’arborescence. La
difficulté de définir le critére de séparation d’un cluster constitue I’inconvénient majeur de ce
type d’approche et c’est la raison pour laquelle il n’existe que peu d’algorithmes divisifs. En
effet, pour un cluster composé de n objets, il existe (2"— 1) possibilités de division.
Elles se fondent en général sur deux processus :

e chercher une classe a scinder.

e choisir un mode d’affectation des objets aux sous-classes.

6.1.3.1. Algorithme :
Les algorithmes de clustering hiérarchiques descendants différent par le critere permettant le

choix du cluster a diviser. Ce choix dépend de la nature des variables qui définissent les objets a
traiter [77]. Deux approches des plus connues sont : les approches monothétiques et les
approches conceptuelles [77].

e Les approches monothétiques : ce sont les approches qui construisent simultanément

une partition d’objets et une caractérisation de chaque cluster. Elles procedent par
division des clusters selon un assemblage d’éléments qui exprime une condition
nécessaire a I’appartenance a un groupe [78]. Nous pouvons trouver plus de détails et des
exemples de ce type de méthodes dans [79] [78] notamment sur I’algorithme DIVCLUS-
T dans [80].

e Les approches conceptuelles: dans le clustering hiérarchique ascendant ce type

d’approche est généralisé. L’ objectif consiste a compacter des observations sous forme de
classes hiérarchiques symboliqguement caractérisables a I’aide d’un ensemble de

propriétés, a la fois homogeénes et contrastées [81] [82].

DIANA (Dlvisive ANAlysis) [Kaufman & Rousseeuw, 1990] est I’'un des algorithmes les

plus utilisés dans ce type d’approche. Cet algorithme permet d’éviter I’exploration de toutes les
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possibilités de séparation en commencant par déterminer 1’objet le plus dissimilaire (atypique)

d’un cluster et de lui associer les objets les plus proches de fagon a définir deux clusters.

Algorithme : DIANA
Entrée =
e Unensemble d'objet X= {x;,x5....x,,}
e Une matrice de similarité S.
Sortie :
e Une hiérarchie H.
Début
1. Initialisation
1.1. Initialiser le cluster racine C= {(xy, x5..., X, }}-
1.2-H=C
1.3. Sélectionner le cluster ¢ E C ayant le diamétre maximal.
2. Construction de la hiérarchie
2.1- Déterminer I'objet x*le plus atypique (dissimilaire) du cluster c tel que :

] 1
x*= argmmlcl — 1Zs(xi ' Xj)
j#i
2-2. Construire le cluster c*={x*}.

2.3. Pour chaqgue objet x; & c calculer :

S = [Moy (S(xi y Xj ))]xi ec\c* ~ [Moy (S(xi y Xj ))]xiec"'

2.4-. Déterminer xtel que :
xx = argmin(s;)
2.5.Six, <0 alors c*=c* U {x,}.
2.6. Répéter les étapes 2.1. 2.2 Et 2.3 jusqu'é ce que x>0
2.7. Remplacer c par c\c* et ¢* dans C.
2.8. Ajouter c\c*et c* clans H.
2.9. Répéter les étapes de 1.3 € 2.8 jusqu'é ce I'ensemble C soit réduit é un singleton.
2.10. Retourner H.
Fin

6.2. Non hiérarchique :

6.2.1. Le clustering par partitionnement :
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Apparu au milieu du 20°™ siécle, le partitionnement de données appartient au domaine du
machine learning et plus précisément a la classification automatique non supervisée. On se place
donc dans le cadre ou le nombre de groupes et les caractéristiques communes de ces groupes au
sein de I’échantillon ne sont pas connus par I’expérimentateur [83].
Le clustering par partitionnement Cherche a décomposer directement la base de données dans un
ensemble de clusters disjoints. Plus spécifiquement, ils essaient de déterminer un nombre de
partitions qui optimisent certains criteres (fonction objective). La fonction objective peut mettre
en valeur la structure locale ou globale des données et son optimisation est une procédure
itérative.
Nous distinguons deux types d’approches de classification par partition :
v" les k-centroides
v les k-médoides
Ces deux stratégies se différencient par le type des représentants des grappes.

6.2.1.1. Méthodes basées sur les k-centroides :

Nous introduisons en premier la méthode des centres mobiles, qui est la premiére, selon notre
connaissance, a avoir utilisé ce principe. Ensuite, nous présentons la plus connue de ce type de
méthodes : la méthode k-moyennes.

6.2.1.1.1. Méthode des centres mobiles :

Elle a été développée par Forgy en 1965 [77] [84].Son principe est simple, il consiste a
construire une partition en k classes en tirant aléatoirement k éléments de I’ensemble des
données E. Ces points sont définis comme les représentants des classes. Les autres éléments sont
alloués un a un a la classe du plus proche centre, ainsi k classes sont construites. Ensuite, les
centroides (Définition 6-2-1-1) des classes sont calculés et définis comme les nouveaux
représentants des classes auxquelles ils appartiennent. Un processus de réattribution des éléments
est appliqgué a nouveau mais selon les nouveaux représentants, dits “centres”. Cette derniére
étape est répétée soit jusqu’a ce que les classes deviennent stables, soit un nombre de fois défini
par ’utilisateur [85].

Les détails de cet algorithme sont décrits ci-dessous :

Procédure Centres Mobiles :
e Variables :
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1. Ensemble E de taille n :
2. d dissimilarité, k nombre de classes :

e Début:
1. Choisir aléatoirement k centres de E : x1,x5 , x5 , ..., X
2 Construire la partition initiale py = {c;, ¢;,¢3, ... ., c, you chaque élément x; € E est affecté a
la classe du centre le plus proche, tel que :

Pour i de 0 a n affecter x; a la classe du centroide le plus proche :

Pm ={x; €E d(xi,x]-*) = minjzl_“kd(xi,xj*)}

Fin pour
3. Calculer les centroides des classes résultantes.
4. Déterminer ces centroides comme les nouveaux centres des classes
5. Refaire I’étape 2 selon les nouveaux centres ;
6. Retourner le résultat. / L algorithme peut étre arrété aprés un nombre d’itérations déterminé
par I’utilisateur ou apreés stabilité des classes.
Fin

La méthode des centres mobiles a connue plusieurs améliorations, la plus commune est la
méthode des k-moyennes.

6.2.1.1.1.1. Méthode des K-moyennes :

k-means dans le but de maximiser la séparabilité et la compacité des groupes et ceci en
choisissant I’objet le plus mal classé comme étant le nouveau centre du groupe. L’utilisation de
cette technique peut se faire soit par intégration directe dans la phase d’initialisation du classique
k-means ou bien dans une approche incrémental comme dans le cas du global k-means. Nos
expériences montrent que cette technique produit des groupes qui sont similaire a celle du global
k-means en un temps tres réduit [86].

e K-means:

K-means définit par McQueen [87] est un des plus simples algorithmes de classification
automatique des données. L’idée principale et de choisir aléatoirement un ensemble de centres
fixé a priori et de chercher itérativement la partition optimale. Chaque individu est affecté au
centre le plus proche, apres I’affectation de toutes les données la moyenne de chaque groupe est
calculé, elle constitue les nouveaux représentants des groupes, lorsqu’ont abouti a un état

stationnaire (aucune donnée ne change de groupe) I’algorithme est arrété.

Algorithme. 1 : K-means
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Entrée
Ensemble de N données, noté par x
Nombre de groupes souhaité, noté par k

Une partition de K groupes {c;,¢5,C3, ... ., Ci}

1. Initialisation aléatoire des centres ¢,
Répéter
2. Affectation : générer une nouvelle partition en assignant chaque objet au groupe dont
le centre est le plus proche :
xX; € cgSi WV jlx; —up| = min|x; — u;l 1
Avec uy le centre de la classe K ;
3. Représentation : Calculer les centres associe a la nouvelle partition ;

1
U = E ZXiE Ck Xi 2
Jusqu’a convergence de I'algorithme vers une partition stable ;
Fin.

e Global k-means :

Est une solution au probleme d’initialisation du k-means, elle est fondé sur les données et vise a

atteindre une solution globalement optimale. Elle consiste a effectuer un clustering incrémental
et a ajouter dynamiquement un nouveau centre suivi par I’application du k-means jusqu’a la
convergence. Les centres sont choisis un par un de la fagon suivante : le premier centre est le
centre de gravité de I’ensemble des données (résultat de I’application du k-means avec k=1), les
autres centres sont tirés de I’ensemble de données ou chaque donnée est une candidate pour
devenir un centre, cette derniére sera testée avec le reste de I’ensemble, le meilleur candidat est
celui qui minimise la fonction objectif , I’algorithme suivant permet d’illustrer le principe [88] :

Algorithme 2 : Global k-means
Entrée
Ensemble de N données, notés par x :
Nombre de groupes souhaiter, noté park ;
Sortie
Une partition de K groupes {c;,¢,,¢3, ... ., Ci.}
Début
1. ¢; = Centre de gravité de I'ensemble des données ;
Répéter
2. Initialiser les centres i-1 par le résultat de I’étape précédente ;
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3. Trouver I'ié™€ centre :
Pour cheque donnée x faire
3.1. Considéré x comme étant 1e i¢™¢centre
3.2. Affecter les données aux plus proche centre ;
3.3. Calculer I’erreur quadratique pour
;=X :
Fin faire
3.4. Garder 1e centre c;== x qui minimise I'erreur quadratique ;
4. Appliquer le k_means jusqu'a la convergence :
Jusqu’a obtenir une partition en k groupes
Fin

6.2.1.2. k-medoids :
L'algorithme k-medoids développé par Kaufman et Rousseeuw [Kaufman & Rousseeuw,
1990] est une adaptation de I'algorithme k-means. Au lieu de calculer le centre de gravité de
chaque cluster, un élément représentatif, appelé « médoid », est choisi dans chaque cluster a

chaque itération. Le médoid de chaque cluster est calculé en trouvant un objet xi a l'intérieur du
cluster qui minimise la somme suivante : ), j € cl-d(xi,xj). [2.1]

Ou C; est le cluster contenant l'objet i et d (i, J) la distance entre les objets x; et x;.

Algorithm : k-medoids
Entrée :
e Unensemble d'objet X={x4, x5 ...,.x,}
e K :le nombre de clusters.
Sortie :
o C={cy,cy (3, ....,C} :uUn ensemble de clusters.
Début :
1. Choisir aléatoirement les k premiers médoids.
2. Associer chagque médoid a un cluster.
3. Affecter chaque objet au cluster représenté par le médoid le plus proche a I’objet
4. Recalculer les positions des k médoids.
5. Répétez les étapes 3 et 4 jusqu'é ce que I’ensemble des clusters se stabilise.
Fin

6.3. Le clustering par densité :

Ces méthodes consideérent les classes comme étant des régions denses dans I’espace d’objets.

Un ensemble ouvert dans I'espace Euclidien peut étre divisé en un ensemble de ses composantes
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connectées. L'implémentation de cette idée pour le partitionnement d'un ensemble fini de points
a besoin de tels concepts comme la densité, la connectivité et les limites (extrémité, bordure,
frontiere) plutdt que la distance. Ils sont fortement reliés aux plus proches voisins d'un point. Un
cluster, défini comme une composante densément connectée, évolue dans n'importe quelle
direction ou la densité le mene. Par conséquent, les algorithmes a base de densité sont capables
de découvrir des clusters de formes arbitraires. Ainsi, ce principe fournit une protection naturelle
contre les données aberrantes. Les clusters ne sont pas nécessairement convexes (entierement
contenus/remplis). Le bruit et les données isolées sont identifiés. Le nombre de classes n’a pas
besoin d’étre prédéfini préalablement. Un seul parcours de la base de données est effectué pour
la réalisation de ces clusters. La méthode par densité voit les clusters comme des régions denses
séparées par des régions qui le sont moins. Le principe :

* un point est voisin d'un autre point s'il est a une distance inférieure a une valeur fixée,
cette valeur est a choisir selon I’échelle de I’étude et I’exploitation de la solution
recherchée.

* un point est dense si le nombre de ses voisins dépasse un certain seuil. Ce critére est aussi
défini par I’utilisateur selon les objectifs de son étude.

Il existe deux types d'approches a base de densité. Le premier type d'approche attache la densité
a un point qui appartient aux données d'apprentissage. Il compte des algorithmes spécifiques
comme DBSCAN, GDBSCAN, OPTICS et DBCLASD. Le deuxieme type d'approche attache la
densité a un point dans I'espace d‘attributs. Il inclut I'algorithme DENCLUE [89].

= L’algorithme DBSCAN

L'algorithme DBSCAN (Density-Based Spatial Clustering of Applications with Noise) a été
introduit en 1996 dans ce but. Cet algorithme est trés utilisé, raison pour laquelle il a obtenu en
2014 une distinction de contribution scientifique ayant résisté a I'épreuve du temps [90].
DBSCAN itére sur les points du jeu de données. Pour chacun des points qu'il analyse, il construit
I'ensemble des points atteignables par densité depuis ce point : il calcule I'epsilon-voisinage de ce
point, puis, si ce voisinage continent plus de N-min points, les epsilon-voisinages de chacun
d'entre eux, et ainsi de suite, jusqu'a ne plus pouvoir agrandir le cluster. Si le point considéré
n'est pas un point intérieur, c'est a dire qu'il n'a pas suffisamment de voisins, il sera alors étiqueté
comme du bruit. Cela permet a DBSCAN d'étre robuste aux données aberrantes puisque ce

mécanisme les isole [91].
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La démarche générale de DBSCAN se résume comme suit [91] :
1. Sélectionner aléatoirement un objet p de I‘ensemble d*objets X.
2. Déterminer I'ensemble E des objets accessible depuis p dans X.

3. Si p est un noyau, alors E est une classe.
4. Sinon sélectionner un autre objet et aller en (2).

5. S'arréter lorsque tous les objets ont été sélectionnés.

L’algorithme : DBSCAN
1. Prendre un point x qui n’a pas été visité
2. (construire N = voisinage (eps, X)
. MINI<n_min:
Marquer x comme bruit
Else :
Initialiser C {x}
Agrandir cluster(c, N, cps, n_min)
Ajouter C a la liste des clusters
Marquer tous les points de C come visités
4. Répéter 1-3 until tous les points ont été visités

6.4. Autres méthodes :
6.4.1.Grille :
L’idée de ces méthodes est qu'on divise l'espace de données en un nombre fini de cellules

formant une grille. Ce type d'algorithme est congu pour des données spatiales. En fait, avec une
telle représentation des données, au lieu de faire la classification dans I'espace de données, on le
fait dans l'espace spatial en utilisant des informations statistiques des points dans la cellule. Les
méthodes de ce type sont hiérarchiques ou de partitionnement. Les algorithmes les plus connus
sont STING [92], CLIQUE [93] [94]. Le partitionnement des données est induit par I'appartenance
des points dans des segments qui résultent de I'espace de partitionnement, alors que l'espace de
partitionnement est basé sur les caractéristiques de la grille extraites des données d'entrée. Un
avantage de ce traitement indirect est que I'accumulation des données sous forme de grille rend les
techniques a base de grille indépendante par rapport a l'ordre (rangement) des données. En

revanche, les méthodes par réaffectation et les méthodes incrémentales sont trés sensibles a l'ordre
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des données. Tandis que les méthodes a base de densité fonctionnent mieux sur des variables
numériques, les méthodes a base de grille fonctionnent avec des variables de différents types.
Dans une certaine mesure, les méthodes a base de grille refletent un point de vue technique. Cette
famille d'approches est éclectique : elle contient les deux types d'algorithmes : hiérarchiques et de
partitionnement.

Les différentes étapes de I’algorithme WaveCluster (Wavelet-Based Clustering) sont présentées

dans I’algorithme suivant :

Algorithme: Wavelet-Based Clustering

Entrée:

X : Un ensemble de données multidimensionnelles.
Sortie :

Un ensemble de clusters

Début :

1. Découper I’espace des attributs en cellules.

2. Affecter chaque objet a une cellule.

3. Appliquer 1a transformation par ondelettes.

4. Rechercher les composants connectés (clusters)
5. Affecter les objets aux clusters.

Fin

6.4.2. Probabiliste :
Ces méthodes supposent que les données suivent une certaine loi de probabilité. L’objectif est
d’estimer les paramétres de cette loi et de définir un modele de mélange de lois pour représenter

les différents clusters. Ces méthodes font I’hypothése qu’a chaque cluster C; est associée une loi

de probabilité P(x, 0i) de paramétres 0; qui permet de déterminer la probabilité d’appartenance
de x a C;. Si on note ; la proportion de la I°™ loi dans le mélange, les paramétres du modeéle

sont : ®= (71,..., Tk, 01, ..., Ok) et la fonction de densité est :
k

PG @)= ) mP(x6) [22]

i=1
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Les méthodes de clustering probabilistes cherchent a approximer les parametres ® du modeéle.
La probabilité d’appartenance aux clusters peut étre interprétée comme un degré d’appartenance
a ce cluster. On pourra notamment citer I’algorithme EM [95]. A noter qu’en général, les lois

considérées sont supposées gaussiennes.

6.4.3.Le clustering basé sur les graphes :

Dans ce type de méthodes, un cluster est représenté sous forme d’un graphe dont les sommets
correspondent aux objets et dont les arcs correspondent aux distances entre ces objets. La
méthode consiste a générer un graphe connexe dont la somme des valeurs des arcs est minimale.
La principale limite de ce type d’approches réside dans la complexité de construction du graphe
minimal [96].

6.4.4. Le clustering stochastigue :
Etant donnée une mesure de qualité d’un clustering, ce type de méthodes consiste a parcourir

I’espace de solutions a la recherche d’une solution maximisant la mesure de qualité définie en
entrée. La recherche Tabou [97], le recuit simulé [98] et les algorithmes génétiques [99]
constituent des exemples de méthodes utilisées dans I’approche stochastique
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7. Comparaison entre les méthodes de clustering :

Hiérarchique | Partitionnement | Densité Grilles Graphe Stochastique
Connaissance a Nombre de Nombre de Critere de | Taille de grille Distance Nombre de
priori clusters ou clusters densité de et critére de minimale clusters
seuils voisinage densité entre
clusters
Présentation Hiérarchie K centroides Partition Ensemble de Partition Partition
des résultats Cellules sous forme
connectées de graphe
Complexité O (mxn?) O (mxnxK) O (mxn?) |O (mxtaille de |0 (mxn2log n)| O (mxnxKk)
la grille)
Tolérance au Non Non Oui Oui Non Oui
Bruit

Tableau 2.1: Etude comparative entre les méthodes de clustering
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8. Mesure de similarité :

La similarité est une partie importante de la définition d’une méthode de clustering, selon
[Bisson, 2000], «tout systeme ayant pour but d’analyser ou d’organiser automatiqguement un
ensemble de données ou de connaissances doit utiliser, sous une forme ou une autre, un
opérateur de similarité dont le but est d’établir les ressemblances ou les relations qui existent
entre les informations manipulées».

Donc, en effet elle consiste & définir et formaliser une mesure de similarité entre deux éléments |

et j est noté S(i , j). La similarité entre les données a étudier est I’information principale (et
souvent unique) permettant a I’algorithme de classification de partitionner le jeu de donnée. Le
plus souvent, cette similarité est calculée selon une mesure de “distance” adaptée au type de
données et au probléme a résoudre. Une distance, noté de maniére générale d(i , J), est une
mesure de similarité qui Vvérifie certaines propriétés mathématiques (symétrie, séparation et
inégalité triangulaire). Lorsque les données sont décrites dans un espace vectoriel, la distance la

plus utilisée est la distance Euclidienne, alors notée i — jl.

8.1. Calcul de la similarité :

Le calcul de la similarité a pour objectif de déterminer dans quelle mesure deux utilisateurs ou
deux items sont similaires. Il existe plusieurs fagcons de calculer cette similarité, cependant les
méthodes les plus utilisées et qui présentent les meilleurs résultats sont :

e Cosinus:
e Coefficient de corrélation de Pearson
e Le cosinus ajusté (adjusted cosine) :

e Index de Jaccard

8.2. Fonctions de distance :

la distance d(i, j) entre les points x; et x; ,est ensuite mesurée dans cet espace grace a
I’utilisation d’une fonction de distance dans R+, respectant les propriétés suivantes [100] :
-d (i, J) > 0 (contrainte de positivité),

-d (i, J) = O'si et seulement si x; = x;
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-Vx;,x;, d (i, J) = d (j, i) (contrainte de symétrie),
-Vx;,x;, X1, d (i, J) <d (i, 1) +d (1, J) (contrainte d’inégalité triangulaire).

Dans la littérature, il est aisé de trouver plusieurs définitions de métrique de distance.

Cependant, toutes ces mesures ont une interprétation identique : il est tres probable que des

points proches dans |’espace de projection représentent des données d’un méme groupe (la
distance est alors proche de 0), alors que des points éloignés représentent, quant a eux, des
données appartenant a des groupes différents (la distance tend vers I’infini). La liste suivante non

exhaustive, reprend les plus classiques :

v' Ladistance de Minkowski : avec p un entier positif non nul.

14
Lo M p
aG) = [Tl =l 23]
v La distance euclidienne est la plus connue et la plus utilisée. Elle peut étre vue comme

un cas particulier de la distance de Minkowski pourp = 2 :

p 2
PR M
4G = [Tl 5l [24)
v Ladistance de Manhattan est également un cas particulier de la distance de Minkowski

pour p = 1 (également appelée "métrique absolue”™) :

M
a@) = ) 5= x| [25]

9. Les limites et les points forts :

Les points forts :

e L’opportunité de transformer les heures ou jours d'indisponibilité en minutes, ou
moins, dans le rare cas d'une panne matérielle ou logicielle catastrophique
e sa complexité linaire par rapport au nombre d’objets a traiter

e Applicabilité a tout type d’attribut.

Les limites :
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e Le résultat final est fortement dépendant du choix des clusters initiaux

e Lagénération des clusters vides.

e traitement d’un grand nombre de dimensions et de grand nombre de données,
question peut Etre problématique en raison de la complexité du temps de calcule

o [|’efficacité de la méthode dépend de la définition de «distance» utilisée

e Beaucoup d’algorithmes de clustering exigent la spécification du nombre de
clusters a Produire en entrée de I’ensemble de données, avant I’exécution de

I’algorithme

10. Conclusion :

Dans ce chapitre, nous avons fait un tour d’horizon des principaux concepts et définitions du
clustering. Nous constatons aisément au vu Les exigences et les étapes principales du clustering,
est nous avons étudié les grands concepts, les principales méthodes existantes avec qu’un
nombre important, qu’aucune méthode ne peut étre qualifiée de meilleure par rapport a une autre
sur I’ensemble des applications envisageables, Ainsi que leur comparaison et les nombreux

limites et avantage.
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1. Introduction :

Les systemes de recommandation personnalisés (SR) aident les utilisateurs a réduire le temps
nécessaire a la recherche des items qui les intéressent. Le filtrage collaboratif (FC) est I’une des
techniques les plus performantes en SR. La fragmentation des données rend le résultat de la
recommandation inexact. Dans ce travail, une nouvelle méthode de classification évolutive est
utilisée. Notre but est d’exploiter un algorithme dont I’objectif sera le regroupement
d’utilisateurs qui partagent les mémes intéréts dans le méme cluster et de leur recommander des
items qui pourraient les intéresser. La performance de notre proposition a été validée par des
expériences sur un dataset réel, comparée aux algorithmes de recommandation existants. Dans ce
chapitre nous essayons de détailler notre proposition, en présentant le dataset utilisé dans

I’expérimentation ainsi que nous discutons les résultats obtenus.

2. Présentation des systémes de recommandation & base de clustering :

Les algorithmes de clustering sont souvent utilisés dans les systemes de recommandation pour
regrouper les utilisateurs (items) en différents clusters [101]. Une matrice bidimensionnelle est
souvent utilisée comme matrice de connexion pour les utilisateurs de cluster. Zhang et coll.
regroupement des utilisateurs par un algorithme de k-means basé sur les statistiques des
comportements des utilisateurs sur différents genres d'items, ce qui a amélioré la qualité de la
recommandation. Les statistiques des comportements des utilisateurs sur différents genres
d’items ont bien fonctionné pour mesurer les intéréts des utilisateurs et les regrouper [102]. La
matrice d'évaluation d’utilisateur-item a été utilisée pour diviser les utilisateurs en plusieurs
groupes (cluster), ce qui a amélioré les performances de prédiction [103, 104]. La matrice de
notation utilisateur-item a été utilisée pour regrouper les utilisateurs en utilisant différentes
méthodes de regroupement. L'approche floue nous offre une solution peu colteuse pour produire
des recommandations de haute qualité et une meilleure robustesse des systemes de filtrage
collaboratifs préservant la confidentialité grace a son modéle basé sur l'approximation [105].
Certaines méthodes de clustering ont été largement utilisées pour le regroupement d'utilisateurs
dans la recherche sur l'apprentissage automatique. Ce sont : Autoclass [106] et I’algorithme

d'extraction de cluster a base des graphes [107].

®,
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3. Notre systéme de recommandation basé sur clustering :

3.1. Le modéle dynamique :

A travers de nombreuses littératures, nous constatons que le modéle dynamique peut produire
de meilleurs résultats, du fait de la rapidité de sa vitesse de détection ainsi que les bonnes
performances de clustering. Nous utilisons donc cet algorithme pour regrouper les utilisateurs
qui possédent un intérét similaire. Le principal mécanisme de la dynamique est que les nceuds a
I'intérieur des communautés atteignent des valeurs d'état égales par contre on note I’échappement
des nceuds entre les communautés [108].

e kuramoto a congu un modeéle généralise pour les réseaux positifs. Il a proposé ce qui

suit :

aeg; _ K . K, .
E = w;t+ Fp 9’=1 aij Sln(Qj — 91) + N 9’=1(1 — Clij) Sln(Qj — 91) [3.1]

OU wj est la fréquence intrinséque de Ii¥™ oscillateur (nceud). N est le nombre de nceuds du

réseau. 0; est la variable de phase. Si le i*™ nceud est connecté au j*™ neeud, @;; = 1, sinon
a; = 0. Ky> 0 signifie que les phases de deux nceuds connectés dans le réseau évoluent

ensemble, et K, <0 signifie que les phases de deux nceuds non connectés dans le réseau évoluent

loin.
e Chen et all [109]. a congu un modéle de réseau de clustering dynamique pour imiter
I'état d'évolution dynamique de chaque nceud dans [110]. Le modele est donné comme

suit :

x(t) = ox;(t) (x;(t) - x:(2))  [3.2]

Ou x; (t) est I'état du i°™ nceud au temps t, o> 0 est le paramétre évolutif, X;(t) - x;(t) signifie
I'état de différence entre son propre et ses voisins positifs.
e Liji U. et al [111] ont inspiré par les deux méthodes de regroupement évolutif
dynamique ci-dessus, ou ils ont laissé les utilisateurs possédant une distance plus petite,
évolués ensemble, si un certain principe est respecté, sinon, les utilisateurs évoluent loin.

Ainsi, les utilisateurs d'une méme communauté obtiennent des états cohérents lorsqu'ils

i
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sont stables. Différentes valeurs d'état révéleront la structure de la communauté en

fonction de leurs différentes valeurs stables.

3.2. Mesures de similarité :

Afin de prédire les notes inconnues, la similarité entre les utilisateurs doit étre calculée au
préalable en fonction de leurs notes d'historique. Il existe plusieurs mesures pour calculer la
similarité : cosinus (COS), cosinus ajustée (ACOS), le coefficient de corrélation de Pearson
(PCC) [112,113] et le coefficient de Jaccard...etc.

e Lasimilarité cosinus :

D’une maniére générale, Cosinus est une mesure de similarité entre deux objets a et b.

Trés utilisée en recherche d’informations [Salton, 1989], Dans le cas du filtrage
collaboratif, chaque utilisateur u est représenté par un vecteur x,,, oU X,;=Ty;. Pour
pouvoir calculer la similarité entre deux utilisateurs U et V, le cosinus est calculé sur

I’ensemble des items notés par les deux utilisateurs comme I’illustre la formule suivante :

M
i= 17'ul v,i

(Bt St

Ici, M est le nombre de tous les items, 7, ; est le score de I'item i donne par l'utilisateur

sim(u, v)¢95 = [3.3]

u.

Le cosinus peut aussi s’appliquer pour calculer la similarité entre deux items. En effet, il
suffit de remplacer dans I’équation précédente les utilisateurs par leurs équivalents en
items.

Le cosinus varie entre 0 et 1. Une valeur égale a 1 indique que les deux utilisateurs ont
des préférences identiques, une valeur égale a 0 indique qu’ils n’ont rien en commun. Un
inconvénient majeur de I’utilisation du cosinus dans le filtrage collaboratif est qu’il ne

tient pas compte de la variation dans le jugement des utilisateurs.

e |e paramétre Ajuster cosinus :

i
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Lorsque la similarité de Pearson est utilisée pour calculer la similarité entre deux items,
les notes d’un méme utilisateur sont centrées par rapport a la moyenne de ses notes. Or, la
variation de notation pour un méme utilisateur n’est pas aussi importante que la variation
entre les différents utilisateurs. C’est pour cette raison qu’il est plus intéressant, lors du
calcul de la similarité entre deux items, d’ajuster les notes par rapport a la moyenne des
notes des utilisateurs plutdt que par rapport a la moyenne des notes des items. C’est le
role du Cosinus ajusté, qui a été introduit par [Sarwar et al. 2001]. Selon [Schafer et al.
2007], le cosinus ajusté est considéré comme I’'un des moyens les plus efficaces et
populaires pour calculer la similarité entre deux items pour les algorithmes de filtrage
collaboratif.

sim(u, v)4¢9S est définie comme suit :

Z iEIuv (ru,i - 771)(7'17,1'— - ﬁ?)

\/Z iEIu(ru,i - 771)2 \/Z iEIv(rv,i— - @)2

sim(u, v)4¢95 =

[34]

Ici, 7, est le score moyen des items sur lesquels l'utilisateur U a déja noté. 7;, Est le score
moyen des items sur lesquels I'utilisateur v a déja noté. I,,;,, Est I'ensemble de tous les
items co-évalués par l'utilisateur U et l'utilisateur V. I, est I'ensemble de tous les items

notés par l'utilisateur U. I, est I'ensemble de tous les items notés par l'utilisateur V.

Coefficient de corrélation de Pearson :

Ce coefficient a été utilisé notamment par les auteurs du systeme GroupLens [Resnick
et al. 1994] pour calculer la similarité entre deux utilisateurs U et V. Le coefficient de

corrélation de Pearson mesure le rapport entre la covariance et le produit de I’écart-type

des notes données par les deux utilisateurs. Il permet ainsi de mesurer la similarité en
utilisant les items notés a la fois par U et V. Plus les deux utilisateurs auront tendance a

noter les mémes items de facon équivalente, plus ils seront similaires comme I’illustre la

formule suivante :

i
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Z iEIuv (Tu,i - 7Ti)(rv,i— - Fv)
\/Z iEIuv(ru,i - @)2 \/Z iEIuv(rv,i— - Fv)z

e Coefficient de Jaccard :

sim(u, v)PC¢ =

[3.5]

L'indice de Jaccard, connu également sous le nom similarité coefficient de Jaccard (A
I'origine du nom Coefficient de Communauté par Paul Jaccard), est un indice statistique
utilisé pour comparer la similarité et la diversité de I’ensemble des échantillons.

Le coefficient de Jaccard est le rapport entre la cardinalité (la taille) de I'intersection des
ensembles reconnus et la cardinalité de I'union des ensembles. 1l permet d'évaluer la

similarité entre les ensembles sim(u, v)’ est donné :

lunv| _ [lunv|
[uuv| [ul+|v]—|unv|

sim(u, v)’ = [3.6]

4. Solution proposée :

Dans ce travail, les environnements suivants sont considérés : le nombre d'utilisateurs est N, le

nombre d'items est M. Z = () NV x M est la matrice de note, index utilisateur u = 1, ..., N,
index d'item =1, ..., M. r, désigne le score de I'évaluation de I'utilisateur u sur l'item i. t];

désigne le temps généré par la note ry;.

4.1. Générer des clusters utilisateurs basé sur la distance d'attribut utilisateur :

Habituellement, chaque utilisateur a ses propres attributs, tels que l'age, le sexe, le lieu
d'origine, le numéro d'identification, la profession, le salaire, etc. Selon les données connexes de
MovielLens, nous constatons au sein de ce travail, que les enfants préferent généralement
I'animation et le théatre ; Les jeunes préférent les drames romantiques par contre les personnes
agées préferent généralement la comédie. Sur l'ensemble de données MovieLens 100k, la
situation d'age de l'utilisateur est indiquée sur la figure 3.1. La situation de I'éducation des
utilisateurs d'achats en ligne est également donnée [114]. Les utilisateurs d'age, de sexe et de
profession différents ont des intéréts différents. Selon les statistiques ci-dessus, nous divisons
I'dge en trois catégories. Lorsque I'dge est vectorisé a trois valeurs, des utilisateurs similaires

peuvent étre mieux regroupés et les résultats de la prédiction sont meilleurs. Dans I'ensemble de

*,
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données de MovielLens utilisé dans ce travail, il comprend 21 types de professions. Nous
séparons les professions en trois (3) grandes catégories selon le professionnalisme. Ce sont les
catégories de loisirs, de culture et de gestion. Ainsi, nous analysons les caractéristiques d'attribut

des utilisateurs pour calculer la distance de l'utilisateur [114].

u, Signifie la valeur caractéristique de I’age de I’utilisateur u,
0, si I’Age de < 15,

U= 1,if 15 <1’Age de I'utilisateur <55,
2, I’Age de I'uutilisateur > 55.

Attributs des utilisateurs

Age Genre Occupation
User; 57 Male Administrateur
2 0 2
User, 30 Femelle Artist
1 1 1

Tableau 3.1 : Attributs des utilisateurs

U, Signifie la valeur caractéristique du sexe de l'utilisateur u,

0, si I"utilisateur u est male,
u2=
1, si Iutilisateur u est femelle.

us Signifie la valeur caractéristique de I'occupation de l'utilisateur u,

1, si "utilisateur u est en classe de culture,

0, si Iutilisateur u est en classe loisir,
Uz=
2, si Iutilisateur u est en classe de management

55
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Graphe statistique de la situation d'age de I'utilisateur sur
I'ensemble de données MovielLens

W26-40 W15-25 =<15 m>55 m41-55

Figure 3.1 : Graphe statistique de la situation d'age de I'utilisateur sur I'ensemble de données
MovieLens

Par la suite, la définition de la distance utilisateur d,,,, est donnée comme suit :

dyp = /(U = v1)? + (u —12)? + (U3 —v3)2  [3.7]

Ici, {uy, u,, uz} sont trois attributs de l'utilisateur u, {v,, v,, v3} sont trois attributs de
l'utilisateur v. Un exemple est donné dans le tableau 3.1 : Ensuite, la distance entre l'utilisateur 1

et I'utilisateur 2 est d;,,

diz =J(2-1)2+ (0-1)2+ (2-1)2=V3 [38]

La regle de clustering est générée en fonction de la distance des utilisateurs. Plus la distance
utilisateur d,,,,, est petite, plus les intéréts de I'utilisateur sont proches. Pour regrouper les
utilisateurs similaires dans le méme cluster, nous utilisons un modele de clustering évolutif
dynamique basé sur la distance des attributs de I'utilisateur tel que :

Kp

eu(k) = F Zveju Sin(ev(k) - eu(k)) + % ZjejuSin(ev(k) - eu(k)) - [3.9]

Avecu=12...n
Ou:

o 0. (k) : désigne I'stat U™ utilisateur & I'étape d'itération k.
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o kp: c’est un coefficient de couplage positif, son réle est de faire évoluer I’ensemble des
utilisateurs de plus petite distance.

e k,: c’est le coefficient de couplage négatif, son role est de faire évoluer au loin les

utilisateurs ayant une plus grande distance.

L'état initial 8,(0) est choisi au hasard et uniformément et distribué dans [0, 2 7]. j,: est
I’ensemble d'index j,, = {v | dy, <6, v =1, 2, ..., N}, il contient des voisins avec une
distance plus petite avec l'utilisateur u. &> 0 indique le seuil, déterminé par la distance

dattribut de l'utilisateur. Avec cet algorithme, les états des utilisateurs changent avec le
temps. Avec l'évolution du temps, les états des utilisateurs seraient stables a certaines
valeurs. La structure du réseau est simulée selon I'équation différentielle [3.9]. Selon les états
stables on regroupe les utilisateurs avec des états similaires dans le méme cluster, sinon, ils

sont rencontrés dans des clusters différents.

4.2. Technigue de remplissage basée sur le temps de notation et le genre de film :

Les algorithmes de recommandation collaborative traditionnels n'utilisent généralement que les
valeurs de score (notes) tout en ignorant I'effet du temps généré par les notes.

La caractéristique de temps de notation est importante pour prédire les notes. Le temps de
notation et les genres d'items sont appliqués a la matrice de remplissage (appelée STIG), qui est

décrite plus en détail. Le flux de lI'algorithme de STIG est donné comme suit :

Etape1:
Construire la matrice de note utilisateur-item R. Selon I'ensemble d‘apprentissage T,, nous
construisons une matrice bidimensionnelle. Sur le jeu de données de MovieLens-100k, une

matrice de notation R 2 x 10 est présentée. Nous remplirons la note de l'utilisateur 1 sur I'item 10

L L I Iy Is I I; Iy Iy I
R=Userl<5 - 3 3 0 - 1 5 ?>.

3
User, \ 4 0 0 0 0 0 0 0 0 2

Etape 2 :
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Sur I'ensemble de test Te, trouvez le temps généré par la note t;l- de I’item cible. Le temps de
score de I'item cible 10 évalué par l'utilisateur 1 est 875, 693, 118.

Etape 3 :
Construire une nouvelle matrice de notation R;. Tout d'abord, dans T,, trouver le temps de
score avant le temps généré par le score de I'item cible. En fonction de ces temps les utilisateurs

correspondants, les items, les notations, construisent une nouvelle matrice de score Rj.

Dans Ry, une note non nulle, signifie que le temps de note est avant les tﬁide l'item cible. A
propos de I'exemple, dans T, recherchez le temps généré par le score avant 875 693 118, et les
utilisateurs, items et notes correspondants sont utilisés pour trouver la matrice de notation R; a

partir de ces données de temps trouveées.

Etape4:

Trouvez les attributs caractéristiques de I'item cible. Selon la feuille de film existante, la
matrice d'attributs est entrée. 1 indique que le film appartient a ce genre et 0 indique que ce n'est
pas le cas. Les films peuvent étre de plusieurs genres a la fois. Par exemple, une matrice
d'attributs caractéristiques d'items comprenant 6 genres est donnée comme suit. L'item 1
appartient au genre des enfants, et ce n'est pas du genre aventure.

Etape5 :

Dans Ry, trouvez différents genres de matrice de score. L'item 10 est dans 2 genres a la fois
(Drama et War). Recherchez respectivement les items de genre drama et les items de genre de
war dans la matrice d'attributs caractéristique des items. Ensuite, dans R;, sélectionnez la matrice

de notation de genre drama (notée R;) et Matrice de notation de genre War (notée R3).
Etape 6 :

Remplissez la matrice de score originale de l'utilisateur-item R e Q. Dans différents genres
de matrices, le score moyen d'un utilisateur cible est différent, et sa valeur moyenne est utilisée
comme score de prédiction pour remplir la matrice de notation utilisateur-item. Ainsi, la rareté de
la matrice est réduite. La matrice de score remplie est notée Q. Dans Ry, le score moyen de
l'utilisateur 1 est calculé comme 4,2258.

Dans R3, le score moyen de l'utilisateur 1 est calculé comme 4,1667.

le score total

Score-Moyen= . -
nombre dritem notes

%,
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Ainsi, le score prédictif de I'utilisateur 1 pour I'item 10 est calculé comme suit :
(4,2258 + 4,1667) + 2 = 4,19625.
Afin de réduire l'erreur, le résultat n'est pas entier. Q est donné comme suit. Le nombre en gras est

rempli par STIG :

L L Iy Iy Is Is I; I3 I I
User; (5 3 4 3 3 0 -+ 1 5 4.19625
User, \ 4 0 0 0 0 0 0 0 0 2

4.3. Recommandation :

Liji et al [111], utilisent une similarité de cosinus améliorée (notée ICOS) basée sur une matrice

de score remplie Q = (q,,;) N x M. La formule de cette mesure est définie comme suit :

simy(a,u) = o i \/Ziaw Gui  |Zicy Io [3.10]
u 1 - . ) .
X Y .
\[Z{Vi1 qii \[Z{Vil q;i ien, Qu.i ier, Qi

Dans ce travail, nous proposons une mesure de similarit¢ qui combine le coefficient de

corrélation de Pearson avec le coefficient de Jaccard.
Zie](ra,i - R_a)(ru,i - R_u)

\[Ziel(ra,i - R_a)2 \[Ziel(ru,i - R_u)2

Ou sim,, (a, u)est la similarité entre les utilisateurs a et u, | est I'ensemble des items notés par

sim,(a,u) = [3.11]

les deux utilisateurs a et U, I ; estlanote de I'utilisateur a sur item i,R_a Est la note moyenne
de l'utilisateur @ pour les | items, la similarité dans [3,11] ne prend en compte que la
coévaluation utilisateurs. Ce probleme peut avoir une influence lorsque les items recoivent un
petit nombre de notes. Par exemple, une mesure de similarité de 0,93 calculée entre deux films
qui n’ont été évalués que par 7 utilisateurs communs n’est pas aussi fiable qu'une mesure de
similarité de 0,83 obtenu aupres de 110 utilisateurs communs. Comme solution a cette question,

la similarité de Jaccard est utilisée pour calculer le nombre de films qui sont évalués ainsi que
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pour calculer le rapport entre le nombre de films évalués par les utilisateurs a et u et le nombre

de films évalués individuellement par a et u.
U,nU,

m [3.12]

Simujaccer (a,u) =

Par conséquent, les valeurs de similarité finales prendront la similarité de Jaccard comme un

schéma de pondération pour avoir la valeur de similarité finale améliorée.

Simyser (a, u) = simy, (a,u) * simyjgecer(a,u) [3.13]

Apres avoir calculé les valeurs de similarité, les systemes de recommandation trouvent des
valeurs d'estimation pour tous les items non vus par l'utilisateur actif. Pour les recommandations,
les items les plus similaires au  N-top sont affichés a l'utilisateur. La formule de prédiction la

plus populaire pour un systéme de recommandation basé sur I’utilisateur est :

Zﬁ:l SiMyger (u, k) x (Rk,l - E)

k=1(Isimyser (W K)1)

[3.14]

Prat_usery =R, +

OU Pra¢ user,; ESt 1a note prédite de l'utilisateur u sur I’item i, K est I'ensemble des voisins de

I'utilisateur actif qui sont les plus similaires a lui.

4.4. L algorithme :

La recommandation personnelle améliorée basée sur le regroupement des attributs utilisateur et
le remplissage de matrice utilisateur-item est décrite plus en détail dans I’algorithmel.
Premierement, regrouper les utilisateurs qui posséde des intéréts similaires dans le méme cluster,
puis calculer la matrice de similarité et trouver les voisins les plus proches dans le méme cluster
pour réduire la portée de la recherche de voisins, ce qui peut améliorer la précision de la
recommandation. Enfin, des scores prédictifs sont générés et font des recommandations. Le flux

de l'algorithme est donné comme suit.

Etapel:

i
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Clustering d'utilisateurs. Le principe de clustering est déterminé en fonction de la distance
dattribut utilisateur. Et les utilisateurs sont divisés en différents clusters en mettant a jour les
états des utilisateurs en utilisant [3.9]

Etape 2 :
Une matrice de score remplie est générée. En raison de sa rareté, la matrice de partition

originale est d'abord remplie en fonction du temps généré par la partition et des genres d'items.

Etape 3 :
Calculez la matrice de similarité entre les utilisateurs d'un méme cluster. La matrice de

similarité des différents clusters est de dimension différente. Nous calculons la similarité entre

les utilisateurs en fonction de la matrice remplie et de [3.13]

Etape4:
Prédisez les évaluations en fonction du filtrage collaboratif des utilisateurs. Les scores des plus

proches voisins sont importants pour prédire les notations. Les utilisateurs ayant une grande
similarité sont choisis comme voisins en fonction du nombre de voisins. Ensuite, le score de

prédiction est calculé par [3.14]

Etape5:
Recommandez les N premiers items comme liste de recommandations a I'utilisateur cible. En

comparant les scores prédits, les N scores les plus élevés des items sont sélectionnés comme liste

de recommandations pour l'utilisateur cible.

Algorithme 1
Exiger : matrice d'adjacence de distance d'attribut utilisateur, k,,> 0,
k, <0,t=1I
Assurer : résultats recommandés
I/l Regroupement d'utilisateurs
Pour chaque utilisateur u Faire
Mettre a jour les états des utilisateurs selon EQ [3.9]
Fin Pour
Si[6,(r) -6, (t)] < T Alors
Les utilisateurs u et v ; sont divisés dans le méme cluster
Fin Si
/I Remplissez la matrice de score utilisateur item basée sur STIG
/l Calculer la matrice de similarité dans le méme cluster
Pour _chaque utilisateur dans son cluster Faire
Calculer la similarité en fonction de la matrice remplie et d’EQ [3.13]

",
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Fin Pour
/I Prédire les évaluations basées sur le FC des utilisateurs
_Pour chaque utilisateur cibleu € t, Faire
Trouver les k voisins les plus proches dans le méme cluster
Prédire les scores en utilisant la formule [3.14].
Fin Pour
/I Recommander les N premiers items en tant que liste de Recommandations a I'utilisateur
cible

5. Dataset :

Nous utilisons pour [I’expérimentation, le jeu de données réelles du systeme de
recommandation de films MovieLensi. Ce jeu de données est trés populaire et utilisé dans
beaucoup d’études du domaine de filtrage collaboratif. Le site Web MovieLens est développé par
le groupe de recherche GroupLens a I’université de Minnesota, Etats-Unis. On dispose sur ce site

de deux jeux de données d’évaluations de films de tailles différentes.

Nous utilisons dans cette expérimentation le jeu contenant 100 000 évaluations de 1 a 5
étoiles, fournies par 943 utilisateurs sur 1682 films pendant une période allant de septembre 1997
a avril 1998. Ainsi, il existe 93,7% de données manquantes (matrice creuse). La distribution de

ces évaluations est présentée dans la figure ci-dessous :

Distribution des notes dans la base de données MovielLens

~a

6%
%2194& 12%

34%

27%

Nl W2 =23 m4 m5

Figure 3.2 Distribution des notes dans la base de données MovieLens
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A partir de I'ensemble de données initial, cing divisions distinctes pour I’apprentissage ainsi
des données de test ont été générées (u, .base, u,.base, uz .base, u, .base, us .base et u, .test,
U, .test, Uz.test, Uy test, us.test). Pour chaque division de données, 80% de I'ensemble original a
été inclus dans I’apprentissage et 20% d'entre eux ont été inclus dans les données de test. Les
ensembles de tests dans tous les cas étaient disjoints.

6. Meétrique d’évaluation :

Parmi les mesures qui évaluent la qualité et I’efficacité des systéemes de recherche

d’information et de recommandation, il existe :

6.1. Précision :

La précision est la proportion des items pertinents dans la liste des articles retournés par le
systéeme, ce qui correspond au pourcentage ou au nombre d'items suggérés et s'avérant
véritablement pertinent pour l'utilisateur actif. Si lI'on considere par exemple, une liste des N.
meilleures recommandations, la précision correspondra a la proportion d’items véritablement

consultés et appréciés par l'utilisateur courant.

‘{Recommandatbn pertinentes}m{Recommandatbn émises}{

précision= [3.15]

‘{Recommandatbn émises}{

6.2. Rappel :
Le rappel est la proportion des articles pertinents par rapport a ceux qui sont pertinents au sein

du corpus. Il compte le nombre d'articles dans la liste de recommandations n-top ayant déja été

notés par l'utilisateur courant.

‘{Re commandati on pertinente s}m {Re commandati on émises }{

Rappel = [3.16]

‘{Re commandati on pertinente s}{

6.3. F-Mesure :

C’est la mesure qui combine les deux précédentes :

i
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précision .rappel
(précision + rappel )

F=2

[3.17]

6.4. Erreur Absolue Moyenne (Mean Absolute Error MAE) : mesure la moyenne des écarts

entre une note prédit et son correspondant dans Rtest. L’erreur absolue moyenne (formule
[3.18]) a été utilisée pour évaluer plusieurs systemes de recommandation [Sarwar et al.,
2001; Mobasher et al., 2004; Resnick et al., 1994] et est encore populaire de nos jours.

MAE = Z(u,i)ETestset Iru,i - pru,il
|Testset]

[3.18]

6.5. Racine de I’Erreur Quadratiqgue Moyenne : Root Mean Squared Error (RMSE):

(formule[3.19]) est devenue la mesure de référence surtout apres son utilisation pour
mesurer la précision dans le challenge Netflix [Bennett and Lanning, 2007] pour la
recommandation de films. Comparée a la MAE, la RMSE pénalise les écarts importants,
ainsi un écart de 2 points aura pour effet d’augmenter la somme des erreurs par 2 au niveau

de la MAE, alors qu’il augmentera la somme par 4 au niveau de la RMSE.

Z(u,i)eTeseSet(ru,i - pru,i)2
|TestSet]|

RMSE = [3.19]

Plus la MAE ou la RMSE est faible, meilleure est la précision du systéme.

7. Outils utilisés :
Cette partie est consacrée a la présentation des différents outils et langages utilisés afin de
justifier nos choix techniques adoptés :
Les outils que nous avons utilisés pour le développement sont :
e Python version 3.7 comme des environnements de développement.

e Jeu de données : mI-100k

7.1. Python :
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Python est un langage informatique de haut niveau, portable, dynamique, extensible, gratuit,

structuré et open source congu pour étre orienté objet. Il est multi-paradigme et multi-usage.

Développé a I’origine par Guido Van Rossum en 1993, Il est actuellement le langage le plus

utilisé au monde. Comme il s'agit d'un langage de haut niveau, il est donc plus facile. Mais reste

un langage trés puissant.

7.2. Caractéristiques du langage :

Python convient aussi bien a des scripts d'une dizaine de lignes qu'a des projets
complexes de plusieurs dizaines de milliers de lignes.

Python est (optionnellement) multi-threadé.

Python est portable, non seulement sur les différentes variantes d’UNIX, mais aussi sur
les OS propriétaires : MacOS, BEOS, NeXTStep, MS-DOS et les différentes variantes de
Window.

Python est gratuit, mais on peut I’utiliser sans restriction dans des projets commerciaux
Python gere ses ressources (mémoire, descripteurs de fichiers...) sans intervention du
programmeur par un mécanisme de comptage de références (proche, mais différent d’un
garbage collector).

Python est un langage orienté-objet qui supporte I’héritage multiple et la surcharge des
opérateurs.

Python est dynamique (I’interpréteur peut évaluer des chaines de caractéres représentant
des expressions ou des instructions Python) orthogonal (un petit nombre de concepts
suffit a engendrer des constructions trés riches), réflectif (il supporte la méta
programmation par exemple la capacité pour un objet de se rajouter ou de s’enlever des
attributs ou des méthodes ou méme de changer de classe en cours d’exécution) et
introspectif (un grand nombre d’outils de développement comme le débugger ou le
profiler sont implantés en Python lui-méme)

8. Présentation de I’application :

Aprés avoir justifié nos choix d’outils de développement, nous allons présenter quelques

prises d’écrans de notre application.

Lire Data :
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Dans un premier temps, on va charger I'ensemble de données de MovieLens (info users)

I'ajout du data

In [29]: data = pd.read_csv('user.csv' , delimiter=';")

data

Out[29]: id_user age sex ocu tim
0 1 24 M technician 85711

1 2 53 F other 94043

2 3 28 M writer 32067

3 4 24 M technician 43537

4 5 33 F other 15213

938 939 26 F student 33319

Figure 3.3 : I'ajout du data

e Code de préparation de la colonne age

2-organisation de la colonne age

In [34]: #@ if the age of < 15
#1 i1f 15 £ the age of u £ 55
#2 1f the age of u > 55.
bins = [0,15,55,100]
age =[0,1,2]
data_user['age']=pd.cut(data_user["age"],bins,labels=age)
data_user.head()

Figure 3.4 : code de préparation de la colonne age

e Code de préparation de la colonne sex

In [12]: hata_user['sex'].replace('M', © ,inplace=True)
data_user['sex'].replace('F', 1 ,inplace=True)
data_user.head()

Figure 3.5 : Code de préparation de la colonne sex
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e Code de préparation de la colonne occupation

#occupation in 3 class: 2(management) 1(culture) ©(loisir)
ocu = {'technician': 2,'other': 1 , 'writer':1
, 'executive': 2,'administrator': 2 ,
'student’':1 , 'lawyer': 1, 'educator': 1 ,
'scientist':1 , 'entertainment': O, 'programmer': 1 ,
'librarian':2 , 'homemaker': 2,'artist’': 1 ,
'engineer':2 , 'marketing': 2,'none': © , 'healthcare':2 ,
'retired': ©,'salesman': 2 , ‘'doctor':2
}
data_user.ocu = [ocu[item] for item in data_user.ocu]
data_user

Figure 3.6 : Code de préparation de la colonne occupation

e Résultat final de la préparation du data

Out[13]: id_user age sex ocu
0 1 1 0 2
1 2 1 1 1
2 3 1 0 1
3 4 1 0 2
4 5 1 1 1

Figure 3.7 : Résultat final de la préparation du data

9. Résultats et analyses :

9.1. Comparaison des résultats de la matrice remplie :
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La matrice Q remplie est utilisée pour calculer la similarité entre les utilisateurs. La
performance de la matrice remplie est comparée a celle de la matrice d’évaluation d’origine. Les
résultats de comparaison sont présentés au sein des figures 3.8, 3.9.

A partir des graphes, on constate que la matrice remplie est meilleure que la matrice
d’évaluation d’origine. La matrice de pointage de remplissage est significative pour obtenir de
meilleurs résultats de prédiction. Parce que la matrice remplie résout le probleme de la rareté des

données, et elle peut améliorer la similarité entre les utilisateurs.

RMSE
0,975

0,97
0,965
0,96
0,955
0,95

0,945
10 20 30 40 50 60 70 80 nombre de
voisin

=@ matrice origine  ==@=matrice remplie Q

Figure 3.8 : Comparaison des performances entre la matrice remplie et la matrice de notation
d'origine par la mesure RMSE
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MAE
0,758
0,756
0,754
0,752
0,75
0,748 -

0,746
0,744
0,742

0,74
10 20 30 40 50 60 70 80 nombre de
voisin

=@ Mmatrice origine  ==@=matrice remplie Q

Figure 3.9 : Comparaison des performances entre la matrice remplie et la matrice de notation
d'origine par la mesure MAE

9.2. Comparaison des résultats d'un indice de similarité amélioré :

Nous comparons notre similarité ajustée avec d’autres mesures de similarités sur I'ensemble de
données ML-100k au sein des figures 3.10, 3.11. D'aprés les résultats obtenus, on s’apercoit que
les valeurs RMSE et MAE de la similarité ajusté Sim (sim,.,-) sont plus petites que celles des
similarités COS, ICOS PCC et ACOS (utilisé dans I’algorithme 1). Quel que soit le nombre de

Voisins.
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MAE
0,79
0,78
0,77
————
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0,74
0,73
0,72
10 20 30 40 50 60 70 80 nombre
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Figure 3.10 : Comparaison entre les performances de différentes similitudes par la mesure MAE

RMSE

0,99
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0,95
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Figure 3.11 : Comparaison entre les performances de différentes similitudes par la mesure
RMSE
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9.3. Comparaison des résultats du regroupement dynamigue des utilisateurs évolutifs :

Dans ce travail, nous comparons I’algorithme utilisé avec trois algorithmes existants
(PR-ACMF), (DTD) [115], (EHC-CF.) [116]. Ces algorithmes sont récemment proposés et ont
obtenu de bonnes performances. Les résultats de comparaison sont présentés au sein des figures
3.12,3.13.

On remarque que MAE et RMSE de I'algorithme utilisé sont inférieures a (PR-ACMF),
(DTD), (EHC-CF). En outre, I'algorithme (PR-ACMF) est déja comparé a l'algorithme de
clustering K-means classique. Le numéro de cluster K-means est attribué a trois cas et les
utilisateurs du réseau sont divisés en 3, 8 et 15 clusters. Les résultats de comparaison sont
présentés sur les figures 3.14, 3.15.

On constate que notre méthode proposeée est plus efficace que I'algorithme K-means.
En effet, notre méthode ne nécessite pas de définir le nombre de clusters au préalable. Notre

modeéle de clustering évolutif dynamique peut mieux regrouper les utilisateurs.

MAE
0,95

0,9

0,85
0,8
0,7

0,65

20 30 40 50 60 70 80 nombre de
voisins

=@ DTD EHC-CF PR-ACMF  eee«:ee Notre Algorithme

Figure 3.12 : Comparaison entre I’algorithme réalisé et des algorithmes existants par la mesure
MAE
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RMSE

1,15
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0,95
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0,9
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10 20 30 40 50 60 70 80 nombre de
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Figure 3.13 : Comparaison entre I’algorithme réalisé et des algorithmes existants par la mesure

RMSE
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Figure 3.14: Comparaison entre I’algorithme réalisé et I’algorithme k-means et PR-ACMF par
la mesure MAE
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RMSE
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Figure 3.15 : Comparaison entre I’algorithme réalisé et I’algorithme k-means et PR-ACMF par
la mesure RMSE

10. Conclusion :

Dans ce chapitre, nous avons présenté notre proposition, les métriques d’évaluation, les outils
de développement utilisés, ainsi que les résultats obtenus. Pour terminer, nous avons cloturé ce

chapitre par une présentation de quelques prises d’écrans de notre application.
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Conclusion générale

Les systemes de recommandation (SR) sont nés de la volonté de pallier au probléme de
surcharge d’information sur le Web, combinant ainsi des techniques de filtrage d’information,
personnalisation, intelligence artificielle, réseaux sociaux et interaction personne-machine, les
SR fournissent a des utilisateurs des suggestions qui répondent a leurs besoins et préférences
informationnelles. En effet, les systemes de recommandation sont particulierement sollicités dans
les applications de commerce électronique. Le filtrage collaboratif qui constitue une des
solutions techniques implémentant I’intelligence collective est déja utilisé avec succes dans
plusieurs SR.

La technologie de clustering peut améliorer I'évolutivité du filtrage collaboratif en réduisant
I'espace de recherche du voisin le plus proche. Différent de la plupart des méthodes existantes, ce
travail utilise un nouveau modele de clustering évolutif dynamique basé sur la distance des
attributs de I'utilisateur. Les valeurs d'état initiales des utilisateurs sont générées de maniere
aléatoire. Selon le modéle de réseau utilisé, les états des utilisateurs évoluent avec le temps et
sont regroupés en différents clusters. La mesure de similarité est importante pour trouver les
utilisateurs voisins. La proportion des notes des utilisateurs pour les items de notation courants
est prise en compte. Des données manquantes peuvent avoir une influence sur la
recommandation. Nous remplissons la matrice de notation basée sur le temps de notation et les
genres d'items pour améliorer la précision du calcul de similarité. Nous avons proposé d’utiliser
une mesure de similarité qui combine le coefficient de jaccard avec le coefficient de corrélation
de Pearson afin de calculer la similarité entre les utilisateurs dans le cluster (pas pour tous les
utilisateurs du systeme). En faisant une comparaison avec les trois algorithmes existants, notre
méthode est plus efficace avec des performances de prédiction et de recommandation élevées.
Aussi, il existe certaines limitations potentielles de la méthode proposée par Liji [111]. Lorsque
le nombre de voisins est inférieur a 40, les valeurs RMSE et MAE de la similarité ICOS ne sont
pas meilleures que la similarité de COS et notre mesure de similarité proposée. Nous avons
utilisé la méthode de clustering d'utilisateurs sur dataset MoviLens-100k. Nous devrions
envisager une méthode de clustering qui s'applique a des ensembles de données plus

volumineux.
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